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Metodi di ottimizzazione per le reti neurali
 L. Grippo ([email protected])Dipartimento di Informatica e Sistemistica, Universita di Roma “La Sapienza”,Via Buonarroti 12, 00185 Roma
 M. Sciandrone ([email protected])Istituto di Analisi dei Sistemi ed Informatica, Consiglio Nazionale delle Ricerche,Viale Manzoni 30, 00185 Roma
 Abstract In questo lavoro viene considerato il problema dell’apprendi-mento supervisionato per alcune classi di reti neurali, e viene illustratal’applicazione dei metodi di ottimizzazione non lineare alla soluzione deiproblemi di addestramento. Vengono descritti gli algoritmi piu significa-tivi ed evidenziati alcuni risultati recenti che appaiono di interesse nellasoluzione di problemi fortemente non lineari e di problemi a grande di-mensione.
 Keywords: Reti neurali, ottimizzazione non lineare.
 1 Introduzione
 In termini molto generali, una rete neurale artificiale e un processore distribuito,ispirato ai principi di funzionamento del sistema nervoso degli organismi evoluti, co-stituito dalla interconnessione di unita computazionali elementari (neuroni), con unacaratteristica fondamentale: la conoscenza e acquisita dall’ambiente attraverso unprocesso adattativo di apprendimento ed e immagazzinata nei parametri della retee, in particolare, nei pesi associati alle connessioni [51]. I neuroni, che si possonovedere come nodi di una rete orientata provvisti di capacita di elaborazione, ricevonoin ingresso una combinazione dei segnali provenienti dall’esterno o dalle altre unita ene effettuano una trasformazione tramite una funzione, tipicamente non lineare, dettafunzione di attivazione. L’uscita di ciascun neurone viene poi inviata agli altri nodioppure direttamente all’uscita della rete, attraverso connessioni orientate e pesate.
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Una rete neurale, che puo essere costituita da un sistema fisico dotato di un ele-vato grado di parallelismo e di un’elevata connettivita o, piu comunemente, da unmodello matematico che ne simuli il comportamento, consente di approssimare, inuno specifico contesto applicativo, la corrispondenza esistente (o postulata) tra uningresso e un’uscita di natura opportuna. Nei problemi di classificazione l’ingresso ecostituito dal vettore delle caratteristiche dell’oggetto o del fenomeno da classificaree l’uscita e una variabile a valori discreti che esprime l’appartenenza ad una delleclassi prefissate. Nei problemi di approssimazione di funzioni (o regressione, secondola terminologia della Statistica) l’ingresso e usualmente un vettore di numeri reali cherappresentano le variabili indipendenti e ciascuna uscita rappresenta una variabiledipendente di un legame funzionale; piu in generale, ingressi ed uscite possono ancheessere costituiti da vettori di funzioni a valori reali, che rappresentano, ad esempio,andamenti temporali di qualche grandezza.
 Il legame ingresso-uscita realizzato dalla rete dipende essenzialmente:
 - dal tipo di unita elementari, che possono avere struttura interna piu o menocomplessa ed avere funzioni di attivazione caratterizzate da differenti tipi dinonlinearita;
 - dall’architettura della rete, ossia dal numero di nodi, dalla struttura e dall’orien-tamento delle connessioni;
 - dai valori dei parametri interni associati alle unita elementari e alle connessioni,che devono essere determinati attraverso tecniche di apprendimento.
 Sulla base delle caratteristiche precedenti, e possibile distinguere diversi tipi di retineurali. Una prima distinzione significativa e quella tra reti di tipo dinamico, in cuii neuroni sono unita dotate di una dinamica temporale e sono quindi descritte daequazioni differenziali o alle differenze, e reti di tipo statico, in cui il legame tra gliingressi e l’uscita (usualmente scalare) di ciascuna unita viene supposto istantaneo.Una seconda distinzione importante, relativa alla topologia delle connessioni, e quellatra reti feedforward, in cui la struttura delle connessioni puo essere rappresentataattraverso un grafo orientato aciclico, e reti ricorsive, tipicamente dinamiche, in cuiesistono connessioni in feedback tra le uscite e gli ingressi di qualche coppia di unita.Ulteriori distinzioni possono essere introdotte in relazione alla metodologia di appren-dimento utilizzata per determinare i parametri interni a partire dai dati.
 L’apprendimento si basa, in generale, sulla disponibilita di un insieme di addestra-mento (training set), costituito da un insieme di coppie ingresso-uscita, che si possonointerpretare come esempi della relazione funzionale che si vuole approssimare. Unarete addestrata sulla base dei campioni del training set deve essere poi in grado digeneralizzare, ossia di dare la risposta corretta in corrispondenza a ingressi non con-siderati nell’insieme di addestramento e cio costituisce l’uso applicativo della rete inproblemi di classificazione o di regressione.
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Si possono distinguere due paradigmi fondamentali di apprendimento:
 - apprendimento non supervisionato, in cui i campioni di uscita non sono noti(oppure non vengono utilizzati), e i parametri della rete vengono determinatiattraverso tecniche di clustering applicate ai soli campioni di ingresso;
 - apprendimento supervisionato, in cui i parametri della rete vengono determinatitenendo conto anche delle uscite relative ai campioni di training.
 Un’altra distinzione importante, relativa alle metodologie di apprendimento, riguardale modalita con cui viene acquisito o utilizzato l’insieme di campioni di training du-rante l’apprendimento; da questo punto di vista si puo distinguere:
 - apprendimento on-line, in cui gli esempi del training set vengono acquisiti (outilizzati) in modo incrementale durante il processo di addestramento;
 - apprendimento batch o fuori linea, in cui si suppone che tutto l’insieme di ad-destramento sia disponibile prima che l’addestramento abbia inizio.
 Nel seguito prenderemo in considerazione una delle classi piu comuni e piu studia-te di reti neurali, che e quella delle reti feedforward di tipo statico. Ci riferiremo,in prevalenza, a due delle strutture piu note, ossia alle reti multistrato (multilayerfeedforward) e alle reti di funzioni di base radiali (radial basis function networks) efaremo riferimento esclusivamente al caso in cui la determinazione dei parametri siaeffettuata attraverso tecniche di apprendimento supervisionato. L’attivita di studioe di ricerca relativa a questa classe di reti riguarda, in particolare:
 - le proprieta di approssimazione;
 - la teoria dell’apprendimento;
 - gli algoritmi di apprendimento per il calcolo dei parametri.
 Da un punto di vista deterministico, lo studio dei modelli neurali si puo inquadrarenell’ambito della teoria dell’approssimazione e il problema della costruzione del mo-dello si puo formulare come un problema di approssimazione funzionale in cui la classedelle funzioni approssimanti e costituita dalle funzioni realizzabili dalla rete, al va-riare dei parametri interni. La specificita delle reti neurali, nell’ambito dei metodidi approssimazione di tipo piu generale, sta nella particolare scelta delle funzioni ap-prossimanti, che dipendono tipicamente in modo non lineare dai parametri, e nelfatto che i dati, rappresentati dalle coppie del training set, sono discreti (ossia la fun-zione da approssimare si suppone nota solo in corrispondenza a un insieme discreto dipunti). Tali caratteristiche, che sono spesso alla base dei notevoli successi applicatividelle reti neurali, pongono difficili problemi di analisi e di calcolo.
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Uno dei primi problemi affrontati e stato quello della densita, ossia quello distabilire se le funzioni realizzabili attraverso le reti neurali siano degli approssima-tori universali in una classe di funzioni prefissata (ad esempio quella delle funzionicontinue su sottoinsiemi compatti di uno spazio euclideo con la topologia della con-vergenza uniforme). Per alcune strutture (reti feedforward a due strati, reti radialbasis) tale problema si ricollega direttamente a risultati gia noti nel campo della teo-ria dell’approssimazione ed e stato risolto in modo completo [82], [85], [109]; alcunirisultati generali verranno riportati nel seguito. Per altre strutture (ad esempio retifeedforward con tre o piu strati) si pongono problemi nuovi, solo parzialmente studiati,ma esistono alcuni risultati recenti che appaiono particolarmente significativi [67]. Unaltro problema rilevante e quello di caratterizzare il grado di approssimazione, ossial’andamento dell’errore di approssimazione, in funzione della dimensione dell’ingressoe del numero di unita che costituiscono la rete; alcuni risultati interessanti sono statiottenuti imponendo opportune ipotesi di regolarita sulla classe di funzioni in cui siricerca l’approssimazione [5], [59], [97].
 I risultati prima citati sono in genere risultati di esistenza di tipo asintotico equindi consentono soltanto di stabilire la capacita delle reti di approssimare con laprecisione voluta una funzione assegnata al variare del numero di neuroni o dellefunzioni di attivazione. Tuttavia, i parametri dei modelli e, almeno parzialmenteanche l’architettura, devono essere determinati esclusivamente a partire da un insiemefinito di dati, senza conoscere la funzione da approssimare. Si puo dire, anzi, che unadelle motivazioni principali dell’uso di una rete neurale e proprio quello di tentare dicostruire attraverso di essa un legame funzionale tra grandezze che non sono fra lorocorrelate da un modello analitico di struttura nota. Il problema di approssimazione,in presenza di dati discreti, e, in genere, un problema mal posto, nel senso che esistonoinfinite funzioni in grado di approssimare i dati e che il processo di approssimazionenon dipende in modo continuo dai dati. C’e da aggiungere che i dati di trainingpossono essere anche affetti da errori di misura e che il campionamento ottenutoattraverso il training set puo risultare sempre meno significativo al crescere delladimensione dell’ingresso.
 Lo studio teorico dell’apprendimento e quindi la caratterizzazione delle capacitadi generalizzazione dei modelli, costituisce l’oggetto della teoria dell’apprendimento,che si puo inquadrare, in linea di principio, nell’ambito della Statistica [54], [109]; laspecificita delle reti neurali sta, ancora una volta, nella particolarita delle struttureneurali e nella non linearita della dipendenza dai parametri.
 In termini generali, il problema dell’apprendimento e quello di definire in modo“ottimo”, in un senso da precisare, la complessita di un modello e il procedimentodi identificazione dei parametri a partire dai dati, in modo da ottenere la migliorecapacita di generalizzazione possibile. E infatti evidente che un modello troppo“semplice” potrebbe non essere in grado di descrivere con sufficiente accuratezza ilfenomeno in esame, mentre un modello troppo “complesso” potrebbe portare a inter-polare esclusivamente i dati di training, a scapito della capacita di generalizzazione.
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Cio implica che la complessita del modello, che si puo porre in relazione con il numerodi parametri liberi, deve essere definita opportunamente, tenendo conto delle ipotesia priori sul processo da identificare e della cardinalita del training set.
 Da un punto di vista statistico, un fondamento concettuale al problema dell’ap-prendimento a partire da un insieme finito di dati e stato fornito dalla StatisticalLearning Theory [103], [104], [105], che ha portato anche a definire specifici algoritmidi apprendimento per scegliere in modo “ottimo” sia la struttura dei modelli che ilvalore dei parametri. Questi contributi hanno dato luogo a un complesso di risultatie di metodi di apprendimento, noti complessivamente come Support Vector Machines(SVM, macchine con vettori di supporto) [16], [24]. Le tecniche di apprendimentodelle SVM, a cui si accennera in seguito, si pongono spesso in alternativa rispetto alletecniche neurali e, tuttavia, possono anche essere utilizzate per giustificare alcunemetodologie di addestramento di strutture neurali.
 Quale che sia l’impostazione concettuale a cui si faccia riferimento, gli algoritmidi addestramento per il calcolo dei parametri dei modelli neurali si basano invaria-bilmente sulla formulazione di un problema di ottimizzazione consistente nella mi-nimizzazione di una funzione di errore di struttura opportuna rispetto ai parametridella rete. L’efficienza degli algoritmi di ottimizzazione nella soluzione dei problemidi addestramento condiziona quindi, in pratica, l’applicabilita dei modelli neurali.
 Scopo di questa rassegna e quello di indicare, in corrispondenza alle classi distrutture neurali considerate, i problemi di calcolo che emergono nel contesto dell’ad-destramento, di illustrare vantaggi e limitazioni degli algoritmi piu significativi e dievidenziare alcuni indirizzi di ricerca motivati dalle applicazioni neurali. In partico-lare, nella Sezione 2 viene descritto il neurone formale e vengono considerati i primialgoritmi di addestramento proposti per reti costituite da un solo strato di neuroniformali. Nella Sezione 3 vengono considerate le reti multistrato, vengono presentatigli algoritmi di ottimizzazione non vincolata utilizzabili per problemi a grande di-mensione, e vengono descritte alcune recenti tecniche di tipo non monotono e di tipoincrementale. Nella Sezione 4 vengono descritte le reti di funzioni di base radiali evengono presentati algoritmi di ottimizzazione basati su metodi di decomposizione.Infine, nella Sezione 5 viene mostrato che il problema di addestramento delle supportvector machines si puo formulare, mediante la teoria della dualita, come problema diprogrammazione quadratica convessa con vincoli lineari, e viene riportata una brevepanoramica dei metodi di soluzione.
 Per un’introduzione di carattere generale sulle reti neurali si rinvia, in particolare,a [13], [51]; sulle applicazioni delle reti neurali alla soluzione di problemi di ottimiz-zazione si segnalano le monografie [21], [111]; sui rapporti tra Ricerca Operativa ereti neurali si puo far riferimento a vari lavori di rassegna, tra cui [17], [98], [110].
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2 Il neurone formale
 In questa sezione viene descritta una delle versioni piu comuni del neurone formale,ispirata ai principi di funzionamento del neurone biologico. Viene mostrato come ilneurone formale si possa interpretare come un classificatore lineare, i cui parametripossono essere determinati, sotto opportune ipotesi, risolvendo un sistema di dise-quazioni lineari; vengono quindi messe in evidenza le principali limitazioni di questomodello, che rendono necessaria la considerazione di strutture piu complesse.
 2.1 Struttura del neurone formale
 In una rete neurale l’unita di calcolo elementare e costituita dal neurone o neuroneformale, che esegue una trasformazione, in genere non lineare, di un vettore di ingressix, fornendo in corrispondenza un’uscita scalare y(x). Nella struttura piu semplice,basata sul modello proposto nel 1943 da McCulloch e Pitts [72] e rielaborato successi-vamente da Rosenblatt [92], gli ingressi sono moltiplicati per dei pesi, rappresentatividell’entita delle connessioni sinaptiche, e la somma algebrica pesata degli ingressiviene confrontata con un valore di soglia; il neurone fornisce l’uscita 1 se la sommapesata degli ingressi e maggiore del valore di soglia, e l’uscita -1 (oppure 0) altrimenti.Assegnato un vettore di ingresso x ∈ Rn, indicando con w ∈ Rn il vettore dei pesi,con θ ∈ R il valore di soglia, e con y ∈ −1, 1 l’uscita del neurone, si puo porre
 y(x) = g
 (n∑
 i=1
 wixi − θ
 )≡ g(wT x− θ),
 dove g, detta funzione di attivazione del neurone, puo essere definita, ad esempio,attraverso la funzione segno:
 g(t) ≡ sgn(t) =
 1 t ≥ 0−1 t < 0.
 Una diversa funzione di attivazione spesso utilizzata e anche la funzione di Heaviside(o funzione a gradino) che fornisce un’uscita g(t) ∈ 0, 1.Uno schema di neurone formale in cui g(t) ≡ sgn(t) e riportato nella figura seguente.
 y(x)w2
 w1
 w3g
 θ+x2
 x1
 x3
 nyyy
 --
 >
 ZZ
 ZZ
 Z~-
 Fig.1 Schema di neurone formale
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Si verifica facilmente che con una scelta appropriata dei pesi e della soglia un neuroneformale puo realizzare le operazioni logiche elementari not, and, or; di conseguenza,ogni funzione logica puo essere realizzata mediante una opportuna connessione dineuroni formali.
 Un’interpretazione molto piu significativa del neurone formale nella versione pro-posta da Rosenblatt, e tuttavia quella di considerarlo come un classificatore lineare,che attribuisce a un generico ingresso x (le cui componenti scalari definiscono le carat-teristiche dell’oggetto da classificare) il valore y(x) = 1 oppure y(x) = −1 (e quindieffettua una classificazione binaria), in base al segno della funzione discriminantelineare wT x − θ. L’aspetto piu rilevante e innovativo rispetto agli altri modelli dicalcolo consiste nel fatto che i valori dei pesi e della soglia possono essere determinatiattraverso un processo di apprendimento a partire da un insieme di addestramento
 T = (xp, yp), xp ∈ Rn, yp ∈ −1, 1, p = 1, . . . , P
 costituito da coppie ingresso-uscita, in cui all’ingresso xp viene associata la classi-ficazione corretta yp. Il neurone addestrato usando i campioni dell’insieme T puoessere utilizzato successivamente per classificare nuovi ingressi x non appartenenti aT (generalizzazione). Si definisce cosı un strumento per il riconoscimento automaticodi configurazioni che e stato denominato Perceptron.
 I campioni dell’insieme di addestramento saranno classificati in modo corretto sei pesi w e la soglia θ sono determinati in modo tale che risulti
 wT xp − θ ≥ 0 se yp = 1,wT xp − θ < 0 se yp = −1.
 (1)
 Dal punto di vista geometrico, la (1) si puo interpretare come la ricerca di un iperpianodi separazione H = x ∈ Rn : wT x = θ che separi gli insiemi
 A = xp : (xp, yp) ∈ T, yp = 1 B = xp : (xp, yp) ∈ T, yp = −1.
 L’esistenza di w, θ che risolvano il sistema (1) puo quindi essere assicurata se e solose gli insiemi A e B sono linearmente separabili, ossia se e solo se i rispettivi involucriconvessi sono disgiunti. Si verifica anche facilmente che le condizioni (1) ammettonosoluzione se e solo se ammette soluzione il sistema
 wT xp − θ > 0 xp ∈ A,wT xp − θ < 0 xp ∈ B.
 (2)
 Quindi, aggiungendo un ingresso fittizio x0 = −1 e ridefinendo x e w come vettori an + 1 componenti, ossia ponendo x = (x0, x1, . . . , xn)T e w = (θ, w1, . . . , wn)T , ci sipuo ricondurre a risolvere rispetto a w ∈ Rn+1 il sistema
 wT xp > 0 xp ∈ A,wT xp < 0 xp ∈ B,
 (3)
 in cui, senza perdita di generalita, si puo supporre
 ‖xp‖ = 1, p = 1, . . . P.
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2.2 L’algoritmo di addestramento del Perceptron
 Per la soluzione di (3) e possibile definire un algoritmo di addestramento di tipoincrementale (cioe un algoritmo in cui, ad ogni iterazione, viene utilizzato un solocampione del training set) che consente la determinazione di w a partire da T .
 Nello schema seguente, che descrive l’algoritmo di Rosenblatt, l’insieme di adde-stramento viene preso ripetutamente in considerazione, finche tutti i campioni nonsono classificati correttamente. Ad ogni ciclo il vettore w viene aggiornato in cor-rispondenza a ciascun campione xp non classificato correttamente, sommando al va-lore corrente w(k) un termine di correzione.
 Algoritmo di addestramento del Perceptron
 Dati. Input xp, con ‖xp‖ = 1, Target yp, p = 1, . . . , P.
 Inizializzazione. Poni w(0) = 0, k = 0, nclass = 0.
 While nclass < P do
 For p = 1, . . . , P do
 If sgn(w(k)T xp) = yp then
 poni nclass = nclass + 1
 else
 poni w(k + 1) = w(k) + ypxp
 k = k + 1
 end if
 Poni p = p + 1
 End For
 If nclass < P then poni nclass = 0
 end While
 Si osservi che, nel corso delle iterazioni, la regola di aggiornamento del vettore deipesi puo rendere non classificati correttamente dei campioni che precedentementeerano ben classificati, e viceversa. Tuttavia, si puo dimostrare che se gli insiemi A eB sono linearmente separabili, in un numero finito di iterazioni l’algoritmo determinaun vettore dei pesi w tale che tutti i campioni del training set risultano classificaticorrettamente, ossia soddisfano
 yp = sgn(wT xp) p = 1, . . . , P. (4)
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Per dimostrarlo, supponiamo che esista un vettore w che soddisfi la (3) e supponiamo, senzaperdita di generalita, che sia ‖w‖ = 1. Supponiamo che l’algoritmo non termini; ne segueche, per ogni k fissato, esistera almeno un campione xp (dipendente da k) non classificatocorrettamente per cui, in base alle istruzioni dell’algoritmo si avra:
 w(k + 1) = w(k) + ypxp.
 Effettuando il prodotto scalare di w(k + 1) per w si ottiene
 wT w(k + 1) = wT w(k) + ypwT xp
 ≥ wT w(k) + δ,(5)
 doveδ = min
 pypwT xp = min
 psgn(wT xp)wT xp > 0.
 Poiche la (5) vale per ogni k e w(0) = 0, ragionando per induzione e usando la diseguaglianzadi Schwarz si puo scrivere,
 ‖w(k + 1)‖ ≥ wT w(k + 1) ≥ (k + 1)δ. (6)
 D’altra parte, tenendo conto del fatto che ypw(k)T xp ≤ 0 (poiche xp non e classificatocorrettamente) e che ‖ypxp‖ = 1, si ha
 ‖w(k + 1)‖2 = ‖w(k)‖2 + 2ypw(k)T xp + ‖ypxp‖2≤ ‖w(k)‖2 + 1,
 il che implica, per induzione‖w(k + 1)‖2 ≤ k + 1. (7)
 Dalle (6) e (7) segue √(k + 1) ≥ (k + 1)δ,
 ossia k + 1 ≤ (1/δ)2 , il che contraddice l’ipotesi che l’algoritmo non termini.
 L’algoritmo precedente, di cui sono state proposte diverse varianti, e riconducibile aun metodo di rilassamento per la soluzione iterativa di sistemi di disequazioni lineari.Si verifica facilmente che il sistema (3) e equivalente a un particolare sistema del tipo
 Aw ≥ b, (8)
 in cui b ∈ RP ha componenti unitarie e la matrice A(P × n + 1) e definita da
 AT = (a1, . . . , aP ) =(σ1x
 1, σ2x2, . . . , σP xP
 ),
 dove si e posto:
 σp = 1, se xp ∈ A, σp = −1 se xp ∈ B.
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Il metodo di rilassamento per la soluzione di un qualsiasi sistema del tipo (8) e unmetodo iterativo introdotto nel 1954 da Agmon [1] e Motzkin - Schoenberg [77], incui ad ogni iterazione viene selezionata una disequazione violata e viene aggiornatala stima corrente w(k) mediante l’iterazione
 w(k + 1) = w(k) + λ
 (bk − aT
 k w(k))
 ||ak||2ak, (9)
 dove λ e un parametro scalare. E facile verificare che la (9) fornisce un criteriodi aggiornamento del tutto analogo a quello considerato nell’algoritmo di addestra-mento del Perceptron. Si dimostra, in particolare, che se λ ∈ (0, 1) e il sistema(8) ha soluzione, l’algoritmo di rilassamento, a partire da un punto w(0) arbitrariotermina in un punto ammissibile, oppure genera una successione convergente a unasoluzione sulla frontiera dell’insieme ammissibile. E noto anche che la complessitacomputazionale puo essere esponenziale nel caso peggiore (cfr., ad esempio, [93]).
 Il problema dell’addestramento del Perceptron puo tuttavia essere risolto com-pletamente mediante la programmazione lineare, utilizzando “contemporaneamente”tutti i dati del training set T (si deve percio supporre di disporre di tutti i campioni diT prima di effettuare l’addestramento). In particolare e possibile impiegare il metododelle variabili artificiali, oppure trasformare in un problema di programmazione linea-re il problema di minimizzare una norma poliedrale dell’errore. Se i coefficienti sonorazionali e si adotta un metodo interno si puo determinare w in tempo polinomiale,oppure concludere che il sistema (8) non ha soluzione.
 Un’impostazione alternativa e quella di sostituire la funzione di attivazione sgn(t)con una funzione continuamente differenziabile g di tipo sigmoidale, ossia una funzionemonotona crescente tale che:
 limt→−∞
 g(t) = −1, limt→∞
 g(t) = 1,
 come, ad esempio la funzione tangente iperbolica
 tanh(t) =et − e−t
 et + e−t,
 e minimizzare rispetto a w l’errore quadratico
 E(w) =1
 2
 P∑p=1
 (yp − g(wT xp)
 )2.
 La scelta fatta per g assicura che E sia una funzione continuamente differenziabilee quindi rende possibile l’impiego di metodi efficienti di ottimizzazione non lineare.Gli algoritmi utilizzabili (di tipo batch o di tipo incrementale) verranno discussi nelseguito in relazione a strutture piu generali.
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2.3 Le limitazioni del Perceptron
 Pur essendo possibile risolvere efficientemente il problema dell’addestramento del Per-ceptron nelle ipotesi considerate, un classificatore basato sul neurone formale ha limi-tate possibilita di applicazione, in quanto esistono semplici problemi di classificazionein cui gli insiemi di campioni non sono linearmente separabili. Un esempio moltonoto e quello dell’OR esclusivo (XOR), in cui gli ingressi sono binari e si richiede chel’uscita sia 1 se e solo se soltanto uno degli ingressi e 1. Alcune di tali limitazioni pos-sono essere superate, in linea di principio, effettuando una trasformazione dell’ingressomediante un insieme di funzioni φj : Rn+1 → R che consentano, se scelte appropria-tamente, di ricondursi a insiemi linearmente separabili nello spazio trasformato. Intal caso, la funzione ingresso-uscita del neurone formale diviene:
 y(x) = g
 n+1∑j=1
 wjφj(x)
 .
 Tale possibilita, gia prevista nel Perceptron di Rosenblatt, e ancora soggetta a notevolilimitazioni, almeno finche si pongono limiti sul numero o sulla complessita delle fun-zioni φj e gli unici parametri determinabili con criteri adattativi sono i pesi wj. Cioe stato dimostrato, in relazione a diverse scelte delle funzioni φj da Minsky e Papertin un famoso libro [75], che ha avuto l’effetto di far decadere l’interesse iniziale dellacomunita scientifica verso le reti neurali. Per superare le limitazioni del Perceptron,e necessario utilizzare strutture piu complesse, facendo dipendere la struttura dellefunzioni φj dal processo di addestramento.
 3 Reti multistrato
 Le limitazioni del Perceptron, ossia di reti costituite da un solo strato adattativodi neuroni formali hanno motivato lo studio di architetture costituite da piu stratidi neuroni connessi in cascata, denominate reti multistrato (multilayer feed-forward,multilayer perceptron). Reti di questo tipo consentono, in linea di principio, sottoipotesi opportune sulle funzioni di attivazione dei neuroni, di approssimare con laprecisione voluta una qualsiasi funzione continua su un insieme compatto e, quindianche, in particolare, di risolvere problemi di classificazione di insiemi non separabililinearmente. La determinazione dei parametri attraverso il processo di addestra-mento diviene tuttavia un problema piu complesso e richiede l’impiego di tecniche diottimizzazione non lineare.
 In questa sezione, dopo brevi cenni sulla struttura delle reti multistrato e sulle pro-prieta di approssimazione, viene illustrata la formulazione del problema di addestra-mento come problema di ottimizzazione, vengono discussi i problemi computazionalie gli algoritmi utilizzabili e, infine, viene descritta una tecnica di stabilizzazione ditipo non monotono che e stata proposta nell’ambito di metodi di ottimizzazione epuo essere impiegata per la definizione di algoritmi di addestramento di reti neurali.
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3.1 Architettura e notazioni
 L’architettura di una rete neurale multistrato puo essere descritta definendo:
 • un insieme di n nodi di ingresso, sprovvisti di capacita di elaborazione, associatiagli n ingressi della rete: xi ∈ R, i = 1, . . . , n;
 • un insieme di neuroni (formali) organizzati in L ≥ 2 diversi strati di cui:
 - L − 1 strati nascosti (hidden layers), costituiti ciascuno da neuroni le cuiuscite contribuiscono agli ingressi dei neuroni dello strato successivo;
 - uno strato di uscita costituito da K ≥ 1 neuroni le cui uscite costituisconole uscite della rete yi ∈ R, i = 1, . . . , K;
 • un insieme di archi orientati e pesati che rappresentano le connessioni interneu-rali e le connessioni con i nodi di ingresso; si suppone che non esistano connes-sioni tra i neuroni di uno stesso strato, ne connessioni in feedback tra le uscitedei neuroni di uno strato e gli ingressi dei neuroni degli strati precedenti.
 La struttura di una rete multistrato e illustrata schematicamente in fig.2.
 y(x)-
 -
 -
 x2
 1
 PPPPPPPPPq
 x1 PPPPPPPPPq
 1
 @@
 @@
 @@
 @@@R
 PPPPPPPPPq
 @@
 @@
 @@
 @@@R
 PPPPPPPPPq
 1
 1
 1
 PPPPPPPPPq
 v
 v
 Primo strato (nascosto)
 Secondo strato (nascosto)
 Terzo strato (uscita)
 Ingresso
 Fig.2 Rete neurale a 3 strati, con 2 strati nascosti, 2 ingressi, 1 uscita
 12

Page 13
                        
                        

Indicheremo con ` = 1, . . . , L gli indici associati ai vari strati. A ciascun arco orientatoentrante nel neurone j dello strato ` e uscente dal neurone i dello strato `− 1 oppuredal nodo di ingresso i, e associato un peso costituito da un numero reale w
 (`)ji che
 rappresenta l’entita della connessione sinaptica.
 HHHH
 HHj
 i
 jw(`)ji
 Ciascun neurone formale si suppone caratterizzato da una funzione di attivazioneg
 (`)j : R → R che opera su una combinazione pesata degli ingressi e di un valore di
 soglia w(`)j0 . Indicando con a
 (`)j la somma pesata degli ingressi e della soglia e con z
 (`)j
 l’uscita del neurone, per il neurone j dello strato 1 si puo scrivere:
 a(1)j =
 n∑i=1
 w(1)ji xi − w
 (1)j0 , z
 (1)j = g
 (1)j (a
 (1)j ) (10)
 e per il neurone j di uno strato ` > 1 si ha:
 a(`)j =
 N(`−1)∑i=1
 w(`)ji z
 (`−1)i − w
 (`)j0 , z
 (`)j = g
 (`)j (a
 (`)j ) (11)
 avendo indicato con N (`) il numero di neuroni dello strato `.Nel seguito ci riferiremo spesso al caso di una rete a 2 strati con un solo strato
 nascosto di N neuroni con funzione di attivazione g e un solo neurone d’uscita di tipolineare. In tali ipotesi, le notazioni possono essere molto semplificate. In particolare,adotteremo le notazioni seguenti
 • wji: pesi delle connessioni tra i nodi di ingresso e lo strato nascosto;
 • θj: soglia del neurone nascosto j;
 • vj: pesi delle connessioni tra i neuroni dello strato nascosto e il neurone d’uscita;
 • g: funzione di attivazione dei neuroni dello strato nascosto.
 Possiamo quindi porre:
 y =N∑
 j=1
 vjg
 (n∑
 i=1
 wjixi − θj
 )=
 N∑j=1
 vjg(wT
 j x− θj
 ),
 dovewj = (wj1, . . . , wjn)T .
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La funzione di attivazione g si suppone usualmente differenziabile e sigmoidale. Lefunzioni piu comuni sono la funzione logistica
 g(t) ≡ 1
 1 + e−ct, c > 0
 che fornisce un’uscita in (0, 1) e la funzione tangente iperbolica
 g(t) ≡ tanh(t/2) =1− e−t
 1 + e−t,
 che da un’uscita in (−1.1).Lo schema di una rete a due strati, in cui e evidenziata la struttura interna dei
 neuroni e riportato in Fig.4.
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 Fig.3 Rete neurale a 2 strati, con 1 strato nascosto, 2 ingressi, 1 uscita
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3.2 Proprieta di approssimazione
 Le proprieta di approssimazione delle reti multistrato sono state oggetto di numerosistudi. In particolare, e stato dimostrato che le reti a 2 strati con 1 strato nascostosono approssimatori universali per le funzioni continue su insiemi compatti di Rn, perun’ampia classe di funzioni di attivazione. Ponendo:
 M(g) = spang(w′x− θ), θ ∈ R,w ∈ Rn,
 (ossia indicando con M(g) l’insieme di tutte le combinazioni lineari delle funzioniottenute applicando la funzione di attivazione g a una trasformazione affine di xdefinita da w e θ), vale il risultato seguente [81].
 Teorema 1 (Pinkus, 1996) Sia g ∈ C(R). Allora M(g) e denso in C(Rn), nellatopologia della convergenza uniforme sugli insiemi compatti se e solo se g non e unpolinomio.
 Ne segue che, dati una qualsiasi funzione f ∈ C(Rn), un qualsiasi insieme compattoΩ ⊂ Rn e un qualsiasi ε > 0, e fissata una funzione di attivazione g qualsiasi (purchecontinua e non polinomiale) si puo costruire una rete a 2 strati (con scelta opportunadel numero dei neuroni, e dei valori dei pesi e delle soglie), tale che la funzioneingresso-uscita y ∈M(g) realizzata dalla rete soddisfi:
 maxx∈Ω
 |f(x)− y(x)| < ε.
 Altri risultati recenti consentono di restringere la scelta di w e θ e anche di allargarel’insieme delle funzioni di attivazione ammissibili. Le reti a 2 strati consentono anche,in linea di principio, di interpolare esattamente i dati, nel senso precisato nel teoremasuccessivo [82].
 Teorema 2 (Pinkus, 1999) Sia g ∈ C(R) e si assuma che g non sia un polinomio.Dati K punti distinti xiK
 i=1 ⊂ Rn e K numeri αiKi=1 ⊂ R, esistono K vettori
 wjKj=1 ⊂ Rn e 2K numeri vjK
 j=1, θjKj=1 ⊂ R tali che
 K∑j=1
 vjg(wTj xi − θj) = αi, i = 1, . . . , K.
 Molti studi recenti sono stati dedicati alla stima del grado di approssimazione, infunzione di n, della struttura della rete e delle ipotesi sullo spazio di funzioni in cuiil problema e formulato (cfr., ad esempio [5], [59], [82], [97]).
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Un risultato interessante [67] e che per reti a 3 strati, in cui si assume che la funzioneingresso-uscita sia del tipo
 y =N2∑i=1
 uig
 N1∑j=1
 vijg(wTijx− θij)− γi
 ,
 non esistono lower bound sull’errore di approssimazione e vale il risultato seguente.
 Teorema 3 (Maiorov-Pinkus, 1999) Esiste una funzione di attivazione g ∈ C∞,strettamente crescente e sigmoidale, tale che per ogni funzione f ∈ C([0, 1]n) e ogniε > 0, esistono costanti ui, vij, θij, γi e vettori wij ∈ Rn, per cui risulta:∣∣∣∣∣∣f(x)−
 4n+3∑i=1
 uig
 2n+1∑j=1
 vijg(wTijx− θij)− γi
 ∣∣∣∣∣∣ < ε,
 per ogni x ∈ [0, 1]n.
 Il teorema precedente e basato sul famoso Teorema di Kolmogorov (1957), che harisolto (in senso negativo) la congettura di Hilbert sull’esistenza di funzioni continuedi tre variabili, non rappresentabili come composizione di funzioni continue di duevariabili (13-mo problema di Hilbert). Nel Teorema di Kolmogorov si dimostra che lefunzioni continue di n varabili si possono rappresentare (e non soltanto approssimare)come sovrapposizione di funzioni di una variabile. Una delle versioni piu semplici eriportata nel teorema seguente [65].
 Teorema 4 (Lorentz, 1976) Esistono n costanti λj > 0 tali che∑n
 j=1 λj ≤ 1 e2n+1 funzioni continue strettamente crescenti φi : [0, 1] → [0, 1] tali che ogni funzionef ∈ C([0, 1]n) si puo rappresentare nella forma:
 f(x1 . . . , xn) =2n+1∑i=1
 g
 n∑j=1
 λjφi(xj)
 ,
 per qualche g ∈ C[0, 1] dipendente da f .
 Il ruolo (controverso) del Teorema di Kolmogorov nello studio delle reti neurali estato oggetto di vari lavori. Alcune delle versioni del teorema sembrano suggerirela rappresentazione di una funzione attraverso una struttura di rete multistrato, incui pero la funzione (di attivazione) g e incognita e puo avere un andamento moltoirregolare. Cio potrebbe rendere scarsamente significativa l’interpretazione neurale;questa e la tesi sostenuta in [34]. D’altra parte, in vari lavori recenti, come ad esempio[58], [82], [100], il teorema di Kolmogorov viene utilizzato per stabilire risultati diapprossimazione attraverso reti multistrato e quindi ha un ruolo significativo.
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3.3 Il problema dell’addestramento
 La costruzione di una rete multistrato con n ingressi e K uscite consiste nello sceglierel’architettura (numero di strati e numero di neuroni di ogni strato), e nell’addestrarela rete, ossia nel determinare il vettore w ∈ Rm le cui componenti corrispondono aiparametri incogniti (pesi e soglie dei neuroni nei vari strati).
 La scelta dei parametri, per una architettura fissata, viene in genere effettuatadefinendo un opportuno sottoinsieme dei dati disponibili
 T = (xp, yp), xp ∈ Rn, yp ∈ RK , p = 1, . . . , P,
 che costituisce il training set e risolvendo successivamente un problema di ottimiz-zazione del tipo:
 minw∈Rm
 E(w) =P∑
 p=1
 Ep(w),
 in cui Ep e il termine di errore relativo al p−mo campione e misura la distanza tral’uscita desiderata yp e l’uscita y(xp; w) fornita dalla rete. La misura piu usata el’errore quadratico
 Ep(w) =1
 2‖y(xp; w)− yp‖2,
 ma e possibile considerare anche funzioni di errore di struttura diversa [99]. Nelseguito ci limiteremo a supporre che E sia una funzione continuamente differenziabile.
 Come si e detto in precedenza, scopo dell’addestramento non e quello di interpolarei dati di training, quanto piuttosto quello di modellare il processo che ha generato idati. Cio implica che la scelta dell’architettura, la selezione dei dati da includere in T ,la definizione di E e la strategia di addestramento devono tener conto dell’esigenzadi assicurare buone capacita di generalizzazione. Dal punto di vista teorico, unodei problemi piu importanti e quello di definire opportunamente la complessita delmodello, e quindi il numero di parametri liberi, in relazione ai dati disponibili. Per lereti multistrato, a partire dai risultati sulla teoria statistica dell’apprendimento [103],[104], sono state stabilite delle stime del numero minimo dei campioni di trainingoccorrenti per addestrare una rete in modo tale che si abbia una “buona” capacita digeneralizzazione [4], [8].
 In pratica, tuttavia le stime teoriche possono essere inadeguate ed occorre basarsisu opportune euristiche per la scelta della struttura e la definizione del training set.In linea di massima, nel caso delle reti multistrato, vengono seguite due strategie fon-damentali. La prima, chiamata stabilizzazione strutturale [13] consiste nello scegliereil numero di unita, attraverso l’addestramento di una sequenza di reti in cui vienefatto crescere (o diminuire) il numero di neuroni. Per ciascuna di tali reti i parametrivengono determinati minimizzando l’errore sul training set e le prestazioni delle variereti sono confrontate attraverso una tecnica di cross-validation, valutando l’errore cheogni rete commette su un altro insieme di dati (validation set) non inclusi in T . Larete selezionata e quella che fornisce l’errore minimo sul validation set.
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Le prestazioni di una rete addestrata vengono valutate utilizzando un terzo insiemedi dati denominato test set, che non deve essere stato utilizzato ne per la sceltadell’architettura, ne per la determinazione dei parametri.
 La seconda strategia si basa su una tecnica di regolarizzazione e consiste nell’ag-giungere alla funzione di errore un termine di penalita sulla norma di w che ha l’effettodi restringere l’insieme entro cui vengono scelti i parametri. Cio equivale, essenzial-mente, ad imporre condizioni di regolarita sulla classe di funzioni realizzata dallarete [36]. L’ addestramento della rete viene effettuato definendo la nuova funzioneobiettivo
 E(w) =P∑
 p=1
 Ep(w) + γ‖w‖2,
 con γ > 0. Il valore “ottimale” di γ puo essere determinato utilizzando, anche inquesto caso, una tecnica di cross-validation. In particolare, in corrispondenza a dif-ferenti valori di γ, si addestrano varie reti minimizzando la funzione d’errore E eviene successivamente prescelto il valore di γ a cui corrisponde il minimo errore sulvalidation set.
 In alternativa alla tecnica di regolarizzazione, una strategia euristica talvolta uti-lizzata e quella di interrompere prematuramente la minimizzazione (early stopping)della funzione d’errore. In particolare, la tecnica di early stopping si basa sull’ideadi valutare periodicamente, durante il processo di minimizzazione, l’errore che la retecommette su un validation set ausiliario. In generale, nelle prime iterazioni l’errore sulvalidation set diminuisce con la funzione obiettivo, mentre puo aumentare se l’erroresul training set diviene “sufficientemente piccolo”. Il processo di addestramento ter-mina quindi quando l’errore sul validation set inizia ad aumentare, perche cio potrebbeevidenziare l’inizio della fase di overfitting della rete, cioe della fase in cui la rete tendea interpolare i dati di training a scapito della capacita di generalizzazione.
 Quale che sia la strategia di addestramento seguita, pur non essendo possibileridurre banalmente i problemi di addestramento alla soluzione di un problema diottimizzazione, e necessario, in pratica, ripetere la minimizzazione in corrispondenzaa varie architetture o a varie funzioni di errore. La disponibilita di algoritmi efficientidi ottimizzazione costituisce, quindi, uno strumento essenziale per la costruzione dellereti neurali. La minimizzazione dell’errore di training E e, in generale, un difficileproblema di ottimizzazione non lineare, in cui le difficolta computazionali sono tipi-camente dovute a
 - forti non linearita di E, che creano “valli ripide” e zone “piatte” nella superficiedella funzione di errore;
 - possibile mal condizionamento dell’Hessiana;
 - elevata dimensionalita di w ed elevato numero P di campioni;
 - presenza di minimi locali non globali.
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Una ulteriore difficolta e costituita dal fatto che gli insiemi di livello della funzioned’errore, ossia gli insiemi
 L(α) = w ∈ Rm : E(w) ≤ α
 possono non essere compatti, per cui non e possibile assicurare la convergenza globaledi molti algoritmi a partire da punti iniziali arbitrari. E da notare, tuttavia, che inpresenza di un termine di regolarizzazione tutti gli insiemi di livello sono compatti.
 3.4 Generalita sugli algoritmi di addestramento
 Uno dei primi algoritmi proposti per il calcolo dei pesi in una rete neurale e il metodoiterativo noto come metodo di backpropagation [94], [95] che e interpretabile come unaversione euristica del metodo del gradiente. La scoperta (o meglio la riscoperta) diquesto metodo verso la meta degli anni ’80 ha reso possibile definire algoritmi di ad-destramento per reti multistrato e quindi e stata alla base del successivo considerevolesviluppo degli studi sulle reti neurali negli ultimi due decenni.
 Sono state introdotte, in particolare, due classi principali di metodi iterativi peril calcolo dei pesi:
 - metodi batch in cui ad ogni passo i pesi vengono aggiornati utilizzando infor-mazioni relative a tutti i campioni dell’insieme di addestramento T ;
 - metodi on-line in cui ad ogni passo i pesi vengono aggiornati tenendo contosoltanto di un singolo campione di T .
 I metodi batch possono essere utilizzati esclusivamente per l’addestramento fuorilinea, supponendo di disporre di tutto l’insieme T prima di avviare il processo diminimizzazione. I metodi on-line possono essere impiegati sia per l’addestramentofuori linea, sia per l’addestramento in tempo reale, cioe quando gli elementi di Tvengono acquisiti durante il processo di addestramento.
 I metodi batch sono ovviamente riconducibili a metodi di ottimizzazione non vin-colata per la minimizzazione di E. Infatti, nella letteratura neurale piu recente sonosempre piu frequentemente utilizzati, in luogo dei primi metodi euristici, metodi ef-ficienti gia sviluppati da tempo nel campo dell’ottimizzazione, che garantiscono laconvergenza a punti stazionari della funzione di errore e usualmente assicurano unabuona riduzione dell’obiettivo rispetto alla stima iniziale. I metodi piu appropriatiper costruire algoritmi di addestramento sono quelli che richiedono esclusivamente laconoscenza delle derivate prime e che possono essere impiegati in problemi a “grandedimensione”, ossia quando il numero di variabili e dell’ordine di qualche migliaio.I metodi piu “classici” con questi requisiti comprendono: i metodi del gradiente, imetodi delle direzioni coniugate, i metodi Quasi-Newton a memoria limitata e i metoditipo Gauss-Newton. Per problemi di dimensione non molto elevata sono stati ancheutilizzati metodi tipo-Newton troncati, basati sull’uso delle derivate seconde di E [99].
 19

Page 20
                        
                        

Il limite principale dei metodi classici nei problemi di addestramento “difficili”risiede nel requisito di monotonicita sulla riduzione di E che deve esere “sufficiente”e deve essere assicurata attraverso costose ricerche unidimensionali. Cio puo com-portare costi computazionali inaccettabili, soprattutto in presenza di “valli ripide” aforte curvatura (difficolta tipica dei problemi non lineari con matrice Hessiana malcondizionata). Un’alternativa molto promettente e costituita da metodi di tipo nonmonotono che consentono anche una crescita occasionale della funzione obiettivo, purcontinuando ad assicurare le stesse proprieta di convergenza globale dei metodi mono-toni usuali e una riduzione dell’obiettivo rispetto al valore iniziale. La crescente diffu-sione di tali tecniche, che si basano in prevalenza sull’uso della ricerca unidimensionalenon monotona proposta in [41], eventualmente associata a tecniche di tipo watchdog[20], ha consentito, nell’ambito dell’ottimizzazione non vincolata, di realizzare versioninon monotone efficienti dei metodi tipo-Newton [41] [42] e Gauss-Newton [29] [60] e,piu recentemente, di globalizzare il metodo del gradiente di Barzilai-Borwein [91].Questa versione non monotona del metodo del gradiente, sperimentata con successoin problemi di addestramento di reti neurali [83], ha anche il vantaggio di consentire lapossibilita di sfuggire all’attrazione di minimi locali irrilevanti. Una nuova strategiadi globalizzazione [48], che combina nuove tecniche di ricerca unidimensionale nonmonotone con tecniche di tipo watchdog non monotone, consente di migliorare ulte-riormente il comportamento del metodo di Barzilai Borwein e appare di particolareinteresse nella realizzazione di nuovi algoritmi di addestramento.
 In associazione ai metodi di minimizzazione considerati, che garantiscono la con-vergenza a punti stazionari, sono state anche utilizzate teniche di ottimizzazione glo-bale sia di tipo probabilistico, come ad esempio tecniche multistart o tecniche disimulated annealing [57], sia di tipo deterministico come metodi di tunnelling [19] ometodi di omotopia [23], [49].
 I metodi on-line possono essere interpretati, in un contesto deterministico, comealgoritmi di ottimizzazione incrementali, in cui ad ogni iterazione si utilizzano infor-mazioni parziali sulla funzione obiettivo e sulle sue derivate. Gli studi piu recenti suquesta classe di metodi nel campo dell’ottimizzazione e stata in gran parte motivatadalle applicazioni neurali [9], [12].
 Nei paragrafi successivi saranno illustrati in maggior dettaglio alcuni degli algo-ritmi citati e saranno indicati alcuni indirizzi di ricerca che appaiono promettenti.
 3.5 Backpropagation e momentum
 Il metodo di backpropagation (BP) e tuttora uno dei metodi di addestramento piu dif-fusi. Il termine “backpropagation” (retropropagazione) e legato essenzialmente allatecnica utilizzata per il calcolo delle derivate della funzione di errore, basata sulleregole di derivazione delle funzioni composte. Una tecnica analoga era stata utiliz-zata da tempo nei problemi di controllo ottimo per esprimere il gradiente rispetto alcontrollo, senza ricavare la dipendenza esplicita dello stato dal controllo [15].
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La procedura di calcolo del gradiente mediante backpropagation, che si puo ricon-durre a una particolare tecnica di differenziazione automatica [40] verra illustrata nelparagrafo successivo.
 Il metodo di BP e stato utilizzato in due versioni, note rispettivamente come:
 - BP batch, in cui i pesi vengono aggiornati dopo la presentazione di tutti i cam-pioni del training set T ;
 - BP on-line, in cui i pesi vengono aggiornati in corrispondenza a ciascun cam-pione di T .
 La BP batch e definita dall’iterazione
 wk+1 = wk − η∇E(wk),
 dove ∇E(wk) e il gradiente di E nel vettore corrente wk e lo scalare η > 0 (dettolearning rate) definisce il passo lungo l’antigradiente.
 La BP on-line consiste invece nel selezionare ad ogni passo un campione (xp(k), yp(k))dell’insieme di addestramento e nell’aggiornare i pesi utilizzando soltanto il termine∇Ep(k) del gradiente di E, ossia nel porre:
 wk+1 = wk − η∇Ep(k)(wk).
 Il metodo di BP e in genere inefficiente e puo non convergere se il passo η non e sceltoin modo appropriato; nella letteratura neurale sono state quindi considerate varietecniche euristiche per effettuare una scelta adattativa del passo e per modificare ladirezione di ricerca [21], [51], [99].
 Una modifica spesso efficace e la cosiddetta momentum updating rule, la cui ver-sione batch e definita dall’iterazione
 wk+1 = wk − η∇E(wk) + β(wk − wk−1),
 dove β > 0 e uno scalare fissato. Analogamente, la versione on-line puo essere postanella forma
 wk+1 = wk − η∇Ep(k)(wk) + β(wk − wk−1).
 Come gia si e detto, la BP batch si puo porre in relazione con il metodo del gradientee la versione batch del metodo momentum coincide con l’algoritmo noto nel campodell’ottimizzazione come heavy ball method [87]. La backpropagation on-line si puoidentificare con l’algoritmo di regressione non lineare noto nel campo della Statisticacome metodo di approssimazione stocastica [108] e la convergenza puo essere stabilita,anche in un contesto deterministico, solo imponendo condizioni appropriate sul passoche deve essere necessariamente forzato a zero.
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Calcolo del gradiente mediante backpropagation
 Consideriamo una rete multistrato di tipo generale costituita da L strati, in cui x ∈ Rn e ilvettore di ingresso, y ∈ RK e il vettore di uscita e poniamo
 z(0)i = xi, i = 1, . . . , n z
 (L)i = yi, i = 1, . . . ,K.
 Per semplificare le notazioni, omettiamo gli indici relativi ai diversi strati. Sia wji il pesodi un arco entrante nel neurone j di uno strato qualsiasi. Calcoliamo il termine ∂Ep/∂wji,tenendo conto del fatto che Ep dipende da wji, solo attraverso la dipendenza dall’ingressoaj al neurone j.
 zjaj
 i
 wji
 zi
 g
 j
 +m --
 HHHHHHj
 Utilizzando le regole di derivazione, e tenendo conto della struttura, si puo porre
 ∂Ep
 ∂wji=
 ∂Ep
 ∂aj
 ∂aj
 ∂wji.
 Definendoδj =
 ∂Ep
 ∂aj,
 e ricordando che aj =∑
 h wjhzh, dove la sommatoria e estesa ai neuroni o agli ingressi cheinviano archi a j (inclusa la soglia wj0 con z0 = −1), si ha
 ∂Ep
 ∂wji= δjzi.
 Basta quindi calcolare zi, δj per ottenere la derivata rispetto a wji.La quantita zi e l’uscita del neurone i, oppure coincide con l’ingresso i−mo, e quindi si puodeterminare, a partire dall’ingresso, applicando successivamente le trasformazioni definitedalla rete (propagazione in avanti degli ingressi). Rimane da calcolare la quantita δj , che eassociata a ogni neurone ed e denominata errore.
 Per calcolare gli errori associati ai neuroni, distinguiamo i due casi possibili:
 (a) il neurone appartiene allo strato d’uscita;
 (b) il neurone e un neurone nascosto.
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Nel caso (a), indicando con k un neurone d’uscita, si ha yk = g(ak) e quindi si puo scrivere
 δk ≡∂Ep
 ∂ak= g(ak)′
 ∂Ep
 ∂yk,
 essendo g′(ak) la derivata della funzione di attivazione e ∂Ep/∂yk calcolabile analiticamente.
 ykakk
 ∂Ep
 ∂ykδk g′
 --
 Nel caso (b), indicando con j un neurone nascosto, si puo porre:
 δj ≡∂Ep
 ∂aj=∑k
 ∂Ep
 ∂ak
 ∂ak
 ∂aj,
 dove la somma e estesa a tutti i neuroni (nascosti o d’uscita) che ricevono segnali dal neuronej. (Ep dipende da aj solo attraverso la dipendenza da ak).
 k
 j
 δj
 δk
 wkj
 g′
 +QQ
 QQQs
 3
 -
 +
 QQ
 QQk
 Essendo ak = . . . + wkjzj + . . . = . . . + wkjg(aj) + . . . si ha:
 ∂ak
 ∂aj= g′(aj)wkj ,
 e quindi si puo scrivereδj = g′(aj)
 ∑k
 δkwkj .
 Ne segue che gli errori δj relativi ai neuroni di uno strato, si ottengono propagando all’indietrolungo la rete gli errori relativi ai neuroni dello strato successivo, a partire dallo stratod’uscita (retro-propagazione degli errori). La tecnica di backpropagation consente di calco-lare ∇E =
 ∑p∇Ep con un costo O(P ×W ), dove W e il numero di parametri, P il numero
 di pattern. E possibile fornire formule di backpropagation anche per il calcolo dell’Hessianae per il calcolo del prodotto Hessiana×direzione [13].Con riferimento ad una rete con L strati, n ingressi, K uscite, e ad una funzione d’errore
 Ep(w) =12‖y(xp;w)− yp‖2,
 la procedura di calcolo del gradiente ∇Ep, e riportata nello schema seguente, dove N0 = n,e N (`), per ` = 1, . . . , L e il numero di neuroni dello strato `, con N (L) = K.
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Procedura di Backpropagation per il calcolo di ∇Ep(w)
 Dati. Input xp ∈ Rn, Target yp ∈ RK .
 Poni z(0)i = xp
 i , i = 1, . . . , n, z(0)n+1 = −1
 Propagazione in avanti dell’ingresso
 For ` = 1, . . . , L
 For j = 1, . . . , N (`)
 calcola a(`)j =
 N(`−1)+1∑i=1
 w(`)ji z
 (`−1)i , z
 (`)j = gj(a
 (`)j )
 End ForPoni z
 (`)
 N(`)+1= −1
 End For
 For i = 1, . . . ,K
 poni ei = z(L)i − yp
 i
 End For
 Retro-propagazione dell’errore
 For j = 1, . . . ,K
 calcola δ(L)j = ejg
 ′j(a
 (L)j )
 poni∂Ep
 ∂w(L)ji
 = δ(L)j z
 (L−1)i
 End For
 For ` = L− 1, . . . , 1
 For j = 1, . . . , N (`)
 calcola δ`j = g
 ′j(a
 (`)j )
 N(`+1)∑k=1
 δ(`+1)k w
 (`+1)kj
 For i = 1, . . . , N (`−1) + 1
 poni∂Ep
 ∂w(`)ji
 = δ(`)j z
 (`−1)i
 End For
 End For
 End For
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3.6 Metodi del gradiente
 Come si e detto, il metodo di backpropagation si puo porre in relazione con il metododel gradiente, che e uno dei primi metodi iterativi di ottimizzazione, e puo esseredefinito dall’iterazione
 wk+1 = wk − ηk∇E(wk), (12)
 dove il passo ηk viene scelto in modo da soddisfare opportune condizioni. Se il passosi suppone costante a un valore fissato η > 0, la convergenza puo essere garantita,imponendo limitazioni sul valore di η, nell’ipotesi che il gradiente di E soddisfi unacondizione di Lipschitz, ossia che esista uno scalare L > 0 tale che, per ogni w, u ∈ Rm
 si abbia:‖∇E(w)−∇E(u)‖ ≤ L‖w − u‖.
 Fissato un punto iniziale w0 ∈ Rm e considerato l’insieme di livello
 L0 = w : E(w) ≤ E(w0),
 vale il risultato seguente [12].
 Teorema 5 Supponiamo che valga una condizione di Lipschitz su Rm per ∇E e chesi assuma
 ε ≤ η ≤ 2− ε
 L,
 con ε > 0. Allora ogni punto di accumulazione della successione wk definita dalloschema iterativo
 wk+1 = wk − η∇E(wk)
 e un punto stazionario di E; inoltre, se L0 e compatto esistono punti di accumulazionedi wk che sono punti stazionari di E.
 In pratica, puo essere difficile stimare L e quindi scegliere appropriatamente un passocostante. In alternativa, sono disponibili varie tecniche di ricerca unidimensionale [12]per la determinazione adattativa di ηk, ben note nel campo dei metodi di ottimiz-zazione, che garantiscono la convergenza e fanno migliorare notevolmente il compor-tamento del metodo. Tali tecniche si basano essenzialmente sulla definizione di unintervallo di valori accettabili per ηk in modo tale che siano garantiti:
 - un sufficiente spostamento;
 - una sufficiente riduzione della funzione obiettivo.
 In particolare, uno degli algoritmi piu semplici e il cosiddetto metodo di Armijo, in cuisi assume che la direzione di ricerca dk sia di discesa, cioe tale che ∇E(wk)T dk < 0.
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Metodo di Armijo
 Dati. ak > 0, δ ∈ (0, 1), γ ∈ (0, 1/2).
 Passo 1. Poni η = ak e j = 0.
 Passo 2. Se e soddisfatta la condizione
 E(wk + ηdk) ≤ E(wk) + γη∇E(wk)T dk
 poni ηk = η e stop.
 Passo 3. Poni η = δη, j = j + 1 e vai al Passo 2.
 Il Passo 3 puo essere sostituito da un procedimento di interpolazione basato suun’approssimazione quadratica della funzione.
 Un potenziale svantaggio del metodo di Armijo e costituito dal fatto che la ricercadi ηk deve necessariamente iniziare a partire da una stima iniziale ak tale che
 ak ≥ 1
 ‖dk‖σ
 (∇E(wk)T dk
 ‖dk‖
 ),
 dove σ : R+ → R+ e una funzione di forzamento. Cio potrebbe comportare lanecessita di effettuare un numero elevato di valutazioni della funzione durante laricerca unidimensionale. Puo essere quindi preferibile utilizzare criteri di accettabilitache risultino applicabili anche a partire da stime iniziali arbitrarie. Un criterio di taletipo e costituito, ad esempio, dalle cosiddette condizioni di Goldstein, in base allequali, se ∇E(wk)T dk < 0, si puo scegliere ηk come un qualsiasi numero positivo chesoddisfi le condizioni:
 E(wk + ηkdk) ≤ E(wk) + γ1ηk∇E(wk)T dk
 E(wk + ηkdk) ≥ E(wk) + γ2ηk∇E(wk)T dk,
 in cui 0 < γ1 < γ2 < 1/2.Posto dk = −∇E(wk) e utilizzando il metodo di Armijo (oppure metodi di tipo
 Goldstein) per il calcolo di ηk, si puo dimostrare che ogni punto limite della sequenzagenerata dallo schema (12) e un punto stazionario. L’impiego di una tecnica di ricercaunidimensionale nel metodo del gradiente risulta notevolmente vantaggioso rispettoalla scelta di un passo costante o all’utilizzo di una tecnica euristica. Tuttavia, tuttele implementazioni tradizionali del metodo del gradiente sono in generale inefficienti epossono richiedere un numero molto elevato di iterazioni e di valutazioni della funzionee del gradiente anche per problemi di piccola dimensione.
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La rapidita di convergenza del metodo del gradiente puo essere migliorata modifi-cando la direzione di ricerca con l’aggiunta di un termine dipendente dalla direzioneprecedente, come nel metodo momentum, ossia ponendo:
 wk+1 = wk − η∇E(wk) + β(wk − wk−1),
 dove η > 0 e β > 0 sono valori opportuni. Come gia si e detto, tale modifica enota nel campo dei metodi di ottimizzazione come heavy ball method (HB), a causadell’analogia con il moto di un corpo pesante in un campo di forze, in presenza diattrito. Si puo enunciare il seguente risultato [87] di convergenza locale.
 Teorema 6 (Poljak, 1964) Sia w∗ un punto di minimo di E, tale che la matriceHessiana sia definita positiva e abbia tutti gli autovalori in [`, L] con ` > 0. Suppo-niamo che
 0 ≤ β < 1, 0 < η < 2(1 + β)/L.
 Allora esiste ε > 0, tale che se w0, w1 stanno nella sfera u : ||u−w∗|| ≤ ε, il metodo(HB) converge a w∗ con rapidita lineare ed esistono q, δ tali che:
 ||wk − w∗|| ≤ C(δ)(q + δ)k,
 dove 0 ≤ q < 1, 0 < δ < 1− q, e C(δ) > 0 e una costante dipendente da δ.
 Nel caso quadratico si dimostra che, con una scelta opportuna dei parametri, larapidita di convergenza e superiore a quella del metodo del gradiente. La sceltaottima dei parametri, dal punto di vista della rapidita di convergenza e
 η =4
 (√
 L +√
 `)2β =
 (√L−
 √`√
 L +√
 `
 )2
 che garantisce una limitazione superiore del rapporto fra gli errori consecutivi ap-prossimativamente eguale a
 q =
 √L−
 √`√
 L +√
 `,
 mentre nel metodo del gradiente con ricerche esatte si ha:
 q =L− `
 L + `.
 Nel caso generale, tuttavia, la convergenza globale non puo essere garantita e lascelta dei parametri puo essere difficile. Il metodo HB e stato utilizzato con criterieuristici per la scelta dei parametri nelle applicazioni neurali e risulta notevolmentepiu efficiente, in pratica, rispetto al metodo del gradiente anche per valori costanti diη e β.
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3.7 Metodi delle direzioni coniugate
 La motivazione alla base dell’uso dei metodi delle direzioni coniugate [52] sta nelfatto che tali metodi consentono di ottenere una rapidita di convergenza superiorerispetto a quella del metodo del gradiente, senza tuttavia richiedere esplicitamente laconoscenza della matrice Hessiana e senza far uso di operazioni matriciali.
 I metodi delle direzioni coniugate sono stati originariamente introdotti [53] perrisolvere sistemi lineari con matrice dei coefficienti simmetrica definita positiva, oequivalentemente, per risolvere problemi non vincolati di ottimizzazione quadraticaconvessa.
 Data una matrice Q(m × m) simmetrica e definita positiva, k vettori non nullid1, . . . , dk ∈ Rm si dicono coniugati rispetto a Q se risulta
 dTi Qdj = 0 i, j = 1, . . . , k i 6= j.
 Nel caso di funzione obiettivo quadratica strettamente convessa, cioe
 E(w) =1
 2wT Qw + cT w,
 dove la matrice Hessiana Q e simmetrica e definita positiva, il metodo del gradienteconiugato puo essere descritto da un’iterazione del tipo
 wk+1 = wk + ηkdk (13)
 con
 dk =
 −∇E(wk) per k = 0
 −∇E(wk) + βkdk−1 per k ≥ 1.(14)
 Il passo ηk e ottenuto calcolando il minimo di E(wk + ηdk) rispetto ad η, per cui siha
 ηk = −∇E(wk)T dk
 (dk)T Qdk,
 e lo scalare βk e definito mediante la formula
 βk =∇E(wk)T Qdk−1
 (dk−1)T Qdk−1. (15)
 Il metodo genera direzioni mutuamente coniugate e converge alla soluzione ottima inun numero di iterazioni minore o uguale alla dimensione del problema.
 Nel caso generale il metodo del gradiente coniugato e ancora definito dalle (13),(14), dove tuttavia il passo ηk viene determinato per mezzo di ricerche unidimensionali(non necessariamente finalizzate alla determinazione del minimo lungo la direzione).
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Per quanto riguarda il calcolo di βk, si utilizzano formule che non contengono esplici-tamente la matrice Hessiana, e coincidono nel caso quadratico con la (15). Le formulepiu note sono quella di Fletcher e Reeves (FR)
 βkFR =
 ‖∇E(wk)‖2
 ‖∇E(wk−1)‖2
 e quella di Polak-Ribiere (PR)
 βkPR =
 ∇E(wk)T (∇E(wk)−∇E(wk−1))
 ‖∇E(wk−1)‖2.
 Lo studio di proprieta di convergenza globale nel caso non quadratico di metodi di tipogradiente coniugato costituisce un importante argomento di ricerca nell’ambito deimetodi di ottimizzazione. Una strategia semplice di stabilizzazione e quella di appli-care periodicamente come direzione di ricerca la direzione dell’antigradiente (restart).In tal caso la convergenza globale puo essere assicurata (almeno per una sottose-quenza). L’esperienza di calcolo indica tuttavia che e preferibile evitare il restartlungo l’antigradiente. E stato inoltre dimostrato [2] che il metodo di Fletcher eReeves, applicato utilizzando una tecnica di ricerca unidimensionale che consente disoddisfare le condizioni seguenti (note come condizioni di Wolfe)
 E(wk + ηkdk) ≤ E(wk) + γηk∇E(wk)dk
 |∇E(wk + ηkdk)T dk| < β|∇E(wk)T dk|
 con γ < β < 1/2, assicura la proprieta
 limk→∞
 inf ‖∇E(wk)‖ = 0.
 In pratica, il metodo di Polak-Ribiere e risultato piu efficiente rispetto a quello diFletcher-Reeves. La convergenza globale del metodo di Polak-Ribiere con ricerchedi linea esatte e stata dimostrata [86] nell’ipotesi di funzione obiettivo fortementeconvessa. Nel caso generale non convesso, e stato dimostrato [38] che il metodo diPolak-Ribiere modificato secondo la formula (introdotta originariamente da Powell)
 βk = maxβkPR, 0
 ha proprieta di convergenza globale. Una versione del metodo di Polak-Ribiere chemodifiche della formula di calcolo di βk e presenta proprieta di convergenza globa-le e stata proposta in [44] ed e basata su tecniche di ricerca unidimensionale checonsentono di soddisfare la condizione
 limk→∞
 ‖wk+1 − wk‖ = 0.
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E anche possibile definire delle opportune condizioni di accettabilita che consentonodi stabilire proprieta di convergenza del metodo di Polak-Ribiere piu forti rispetto aquelle del metodo di Fletcher e Reeves, nel senso che risulta
 limk→∞
 ‖∇E(wk)‖ = 0,
 per cui ogni punto limite e un punto stazionario.Nell’ambito piu specifico dei metodi per l’addestramento di reti neurali, e stato
 proposto in [76] un metodo di tipo gradiente coniugato scalato. L’idea alla base delmetodo e di modificare la matrice Hessiana ∇2E(wk) aggiungendo un termine deltipo
 λkI,
 in cui λk ≥ 0 e il parametro di scaling, e di calcolare il passo
 ηk = − ∇E(wk)T dk
 (dk)T∇2E(wk)dk + λk‖dk‖2,
 che rappresenta il passo ottimo nel caso di funzione quadratica strettamante convessa.Il termine ∇2E(wk)dk viene approssimato secondo la formula
 ∇2E(wk)dk ≈ ∇E(wk + σkdk)−∇E(wk)
 σk,
 dove σk = ω/‖dk‖2, e ω e uno scalare positivo “sufficientemente piccolo”. Le regoleper la determinazione e per l’aggiornamento di λk, e il criterio per accettare il punto
 wk + ηkdk
 sono derivate dai metodi di tipo trust region [27]. Questo metodo e risultato in alcuniproblemi di addestramento piu efficiente rispetto a metodi tradizionali di tipo gra-diente coniugato.
 3.8 Metodi Quasi-Newton a memoria limitata
 I metodi Quasi-Newton [27] costituiscono una classe di metodi per la minimizzazionenon vincolata che richiedono soltanto la conoscenza delle derivate prime. Alcunimetodi di questa classe consentono di determinare il minimo di una funzione quadra-tica definita positiva in un numero finito di iterazioni, in quanto generano direzioniconiugate. La caratteristica piu importante dei metodi Quasi-Newton appare risiederenel fatto che essi forniscono una “approssimazione” del metodo di Newton che con-serva (sotto appropriate ipotesi) una rapidita di convergenza superlineare, pur nonrichiedendo che venga prodotta un’approssimazione consistente della matrice Hes-siana.
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Il metodo BFGS (Broyden, Fletcher, Golfarb, Shanno) e uno dei piu noti metodiQuasi-Newton, ed e comunemente ritenuto uno tra i metodi piu efficienti di ottimiz-zazione non vincolata per problemi di dimensione non elevata. Il metodo BFGS puoessere descritto da una iterazione della forma
 wk+1 = wk − ηkHk∇E(wk),
 dove ηk e il passo determinato con una tecnica di ricerca unidimensionale in modo dasoddisfare condizioni di Wolfe e la matrice Hk soddisfa l’equazione
 Hkyk = sk,
 consk = xk+1 − xk
 yk = ∇E(wk+1)−∇E(wk).
 La matrice Hk costituisce un’approssimazione dell’inversa della matrice Hessiana∇2E(wk) ed e aggiornata utilizzando la coppia sk, yk secondo la formula
 Hk+1 = (V k)T HkV k + ρksk(sk)T , (16)
 dove
 ρk =1
 (yk)T sk, V k = I − ρkyk(sk)T . (17)
 La matrice Hk e in generale densa, per cui la sua memorizzazione ed il costo com-putazionale di operazioni ad essa associate possono rendere proibitivo il suo impiegoquando il numero di variabili e sufficientemente elevato.
 Per ovviare a questo limite sono stati proposti i metodi Quasi-Newton a memorialimitata [37], [64], [78] in cui una versione modificata di Hk e memorizzata implicita-mente utilizzando un numero fissato m di coppie si, yi nelle formule (16), (17). Inparticolare, il prodotto Hk∇E(wk) puo essere ottenuto eseguendo una sequenza diprodotti scalari e di somme vettoriali in cui compaiono ∇E(wk) e le coppie si, yi.Una volta aggiornato il vettore corrente wk, la coppia “piu vecchia” si, yi e rimossae sostituita con la nuova coppia sk, yk. In tal modo, l’insieme di coppie contiene in-formazioni relative alle ultime m iterazioni eseguite. L’esperienza pratica ha mostratoche si ottengono risultati soddisfacenti con valori relativamente piccoli (compresi tra2 e 20) della memoria m.
 Il calcolo del prodotto Hk∇E(wk) puo essere effettuato in maniera efficiente me-diante una procedura ricorsiva. Prima di descrivere formalmente la procedura, ripor-tiamo di seguito una breve giustificazione.
 31

Page 32
                        
                        

Sia wk il punto corrente, sia si, yi, i = k −m, . . . , k − 1, l’insieme delle coppie di vettorimemorizzate, e sia Hk
 0 la matrice iniziale selezionata. Applicando ripetutamente la (16) apartire dalla matrice Hk
 0 scelta si ottiene
 Hk = [(V k−1)T . . . (V k−m)T ]Hk0 [(V k−m) . . . (V k−1)]
 +ρk−m[(V k−1)T . . . (V k−m+1)T ]sk−m(sk−m)T [(V k−m+1) . . . (V k−1)]
 +ρk−m+1[(V k−1)T . . . (V k−m+2)T ]sk−m+1(sk−m+1)T [(V k−m+2) . . . (V k−1)]
 + . . .
 +ρk−1sk−1(sk−1)T .
 Si ponga qk = ∇E(wk) e si definiscano, per i = k − 1, . . . , k −m, i vettori
 qi = V i . . . V k−1∇E(wk).
 Risulta percioqi = V iqi+1 = qi+1 − ρiyi(si)T qi+1,
 da cui, ponendo αi = ρi(si)T qi+1, si ottiene
 qi = qi+1 − αiyi.
 Utilizzando i vettori qi e gli scalari αi si puo scrivere
 Hk∇E(wk) = [(V k−1)T . . . (V k−m+2)T (V k−m+1)T (V k−m)T ]Hk0 qk−m
 +[(V k−1)T . . . (V k−m+2)T (V k−m+1)T ]αk−msk−m
 +[(V k−1)T . . . (V k−m+2)T ]αk−m+1sk−m+1
 + . . .
 +αk−1sk−1.
 Si ponga ora rk−m−1 = Hk0 qk−m e si definiscano i seguenti vettori ri per i = k−m, . . . , k−1
 ri = (V i)T ri−1 + αisi.
 Risulta perciori = ri−1 + ρi(yi)T ri−1si + αisi,
 da cui ponendo βi = ρi(yi)T ri−1 si ottiene
 ri = ri−1 + (αi − βi)si.
 Dall’espressione di Hk∇E(wk) e dalla definizione dei vettori ri si ha Hk∇E(wk) = rk−1.
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Possiamo quindi riportare la procedura di calcolo di Hk∇E(wk).
 Procedura (HG)
 Poni qk = ∇E(wk);
 For i = k − 1, k − 2, . . . , k −m
 poni αi = ρi(si)T qi+1
 poni qi = qi+1 − αiyi
 End For
 Poni rk−m−1 = Hk0 qk−m
 For i = k −m, k −m + 1, . . . , k − 1
 poni βi = ρi(yi)T ri−1
 poni ri = ri−1 + si(αi − βi)
 End For
 Poni Hk∇E(wk) = rk−1 e stop.
 L’algoritmo BFGS a memoria limitata puo essere riassunto nello schema seguente,dove si assumono assegnati il punto iniziale w0 e l’intero m.
 Algoritmo L-BFGS
 Per k = 0, . . .
 scegli Hk0 ;
 calcola dk = −Hk∇E(wk) utilizzando la Procedura HG;
 poni wk+1 = wk + ηkdk dove ηk e calcolato in modo tale che le condizionidi Wolfe risultino soddisfatte;
 Se k > m elimina la coppia sk−m, yk−m dalla memoria;
 Calcola e memorizza sk e yk;
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Senza considerare la moltiplicazione Hk0 qk−m, la procedura HG richiede 4mn molti-
 plicazioni. Si osservi inoltre che Hk0 puo essere scelta senza particolari vincoli e puo
 variare da una iterazione all’altra. Una scelta che si e rivelata efficiente in pratica equella di porre Hk
 0 = γkI, con
 γk =(sk−1)T yk−1
 (yk−1)T yk−1.
 L’algoritmo L-BFGS puo essere vantaggiosamente impiegato nei problemi a grandedimensione in cui la matrice Hessiana non e sparsa e puo essere considerato unodei metodi piu efficienti per problemi di addestramento di reti multistrato. In talecontesto, uno studio sperimentale dell’algoritmo L-BFGS e riportato in [7], in cui ilparametro m e stato posto uguale a 1.
 3.9 Metodi di tipo Gauss-Newton
 Nel problema di addestramento la misura di errore usualmente adottata e l’errorequadratico, per cui la funzione obiettivo assume la forma
 E(w) =P∑
 p=1
 Ep =1
 2
 P∑p=1
 e2p =
 1
 2
 P∑p=1
 ‖y(xp; w)− yp‖2,
 da cui segue che il problema e un problema ai minimi quadrati. Definiamo il vettoreresiduo e : Rm → RP ponendo
 e(w) =
 e1(w)e2(w)
 ...eP (w)
 .
 Usando tale notazione, il problema assume la forma
 minw∈Rm
 E(w) =1
 2‖e(w)‖2. (18)
 Le derivate di E possono essere espresse in termini della matrice Jacobiana J (P ×m)
 J(w) =
 ∇e1(w)T
 ∇e2(w)T
 ...∇eP (w)T
 .
 In particolare, il gradiente risulta definito secondo la formula
 ∇E(w) =P∑
 p=1
 ep(w)∇ep(w) = J(w)T e(w),
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la matrice Hessiana assume la forma
 ∇2E(w) =P∑
 p=1
 ∇ep(w)∇ep(w)T +P∑
 p=1
 ep(w)∇2ep(w)
 = J(w)T J(w) +P∑
 p=1
 ep(w)∇2ep(w) = J(w)T J(w) + Q(w).
 La matrice Hessiana e data quindi dalla somma di due termini, J(w)T J(w) e∑Pp=1 ep(w)∇2ep(w). I metodi ai minimi quadrati sono basati, in generale, sull’as-
 sunzione che il primo di tali termini, cioe J(w)T J(w), e dominante rispetto all’altro.In particolare, nei problemi in cui i residui ep sono sufficientemente “piccoli” in unintorno di una soluzione, tale assunzione appare giustificata.
 Il metodo di Gauss-Newton rappresenta il metodo piu semplice per problemi aiminimi quadrati, e si basa sulla regola di aggiornamento
 wk+1 = wk + dkgn,
 dove dkgn e soluzione del sistema
 (Jk)T Jkd = −(Jk)T ek. (19)
 Questo metodo puo essere posto in relazione con il metodo di Newton. La direzionedi ricerca dk che caratterizza il metodo di Newton e ottenuta risolvendo il sistema
 ∇2E(wk)d = −∇E(wk). (20)
 Osservando che ∇2E(wk) = (Jk)T Jk + Qk, si deduce immediatamente che il sistema(19) deriva dal sistema (20) escludendo il secondo dei termini che forniscono la matriceHessiana ∇2E(wk). I potenziali vantaggi del metodo sono i seguenti:
 - l’approssimazione ∇2Ek ≈ (Jk)T Jk consente di evitare il calcolo delle singolematrici Hessiane ∇2ep per p = 1, . . . , P ;
 - in molte situazioni il termine JT J e effettivamente dominante, per cui l’efficienzadel metodo e paragonabile a quella del metodo di Newton anche se il secondotermine
 ∑Pp=1 ep∇2ep non e considerato nell’approssimazione della matrice Hes-
 siana;
 - la direzione dkgn e la soluzione del problema ai minimi quadrati lineari
 mind∈Rn
 ‖Jkd + ek‖2,
 per cui possono essere utilizzati vari algoritmi efficienti per il calcolo di dkgn; in
 particolare, nel caso di problemi a grande dimensione appare naturale l’impiegodi metodi iterativi (gradiente coniugato, Barzilai-Borwein) con opportuni criteridi troncamento.
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Per quanto riguarda le proprieta di convergenza locali del metodo di Gauss-Newton,si hanno i seguenti risultati [27].
 Teorema 7 Sia E(w) due volte continuamente differenziabile su un insieme apertoconvesso D ⊆ Rm. Si supponga che valgano le seguenti condizioni:
 (i) esiste un w∗ ∈ D tale che J(w∗)T e(w∗) = 0;
 (ii) la matrice Jacobiana J(w) e Lipschitz continua su D, cioe esiste una costanteL > 0 tale che
 ‖J(w)− J(z)‖ ≤ L‖w − z‖ per ogni w, z ∈ D;
 (iii) esiste un σ ≥ 0 tale che
 ‖ (J(w)− J(w∗))T e(w∗)‖ ≤ σ‖w − w∗‖ per ogni w ∈ D.
 Sia λ ≥ 0 il piu piccolo autovalore di J(w∗)T J(w∗). Se λ > σ, allora per ognic ∈ (1, λ/σ) esiste una sfera aperta B(w∗; ε) tale che per ogni w0 ∈ B(w∗; ε) lasequenza generata con il metodo di Gauss-Newton
 wk+1 = wk −(J(wk)T J(wk)
 )−1J(wk)T e(wk)
 e ben definita, rimane in B(w∗; ε), converge a w∗, e si ha
 ‖wk+1 − w∗‖ ≤ cσ
 λ‖wk − w∗‖+
 cαL
 2λ‖wk − w∗‖2,
 dove α > 0 e tale che ‖J(w)‖ ≤ α per ogni w ∈ D, e
 ‖wk+1 − w∗‖ ≤ cσ + λ
 2λ‖wk − w∗‖ < ‖wk − w?‖.
 Nell’ipotesi in cui il punto di minimo w? abbia residui nulli cioe tali che e(w?) = 0,dal Teorema 7 si ottiene il seguente risultato di convergenza quadratica del metodo diGauss-Newton.
 Teorema 8 Si supponga che le ipotesi del Teorema 7 siano verificate e che e(w∗) = 0.Allora esiste una sfera aperta B(w∗; ε) tale che se w0 ∈ B(w∗; ε) la sequenza generatadal metodo di Gauss-Newton e ben definita, rimane in B(w∗; ε) e converge a w∗ conrapidita di convergenza quadratica.
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Per assicurare proprieta di convergenza globale il metodo di Gauss-Newton e spessoimplementato nella forma modificata
 wk∗1 = wk − ηk(J(wk)T J(wk) + Dk
 )−1J(wk)T e(wk),
 dove ηk e il passo scelto con una opportuna ricerca unidimensionale (di tipo Armijoad esempio) e Dk e una matrice diagonale tale che la matrice
 J(wk)T J(wk) + Dk
 risulti uniformemente definita positiva. Ad esempio, Dk puo essere determinata conuna procedura di fattorizzazione di Cholesky modificata.
 Un’alternativa basata su tecniche di tipo trust region [27] e quella di sceglierecome matrice Dk un multiplo positivo della matrice identita. In questo secondo caso,il metodo e noto come il metodo di Levenberg-Marquardt, la cui k-esima iterazione equindi definita da
 wk+1 = wk −(J(wk)T J(wk) + µkI
 )−1J(wk)T e(wk),
 dove µk ≥ 0 e uno scalare opportunamente scelto. Le proprieta di convergenza localidel metodo di Levenberg-Marquardt sono simili a quelle del metodo di Gauss-Newton.In letteratura sono state proposte molte versioni del metodo di Levenberg- Marquardt,e differiscono nella regola di aggiornamento dello scalare µk. Una versione inesattadel metodo basata su una opportuna regola di troncamento nella procedura di calcolodella direzione ed adatta per la soluzione di problemi di elevata dimensione e stataproposta in [26].
 Osserviamo che, analogamente al caso del metodo di Newton, anche per il metododi Gauss-Newton appare vantaggioso l’impiego di tecniche di stabilizzazione nonmonotone per la soluzione di problemi “fortemente non lineari”. Nella letteraturadi ottimizzazione metodi tipo Gauss-Newton non monotoni sono stati definiti in [29]e [60], mentre una versione non monotona del metodo di Levenberg-Marquardt e stataproposta in [112].
 In [50] il metodo di Levenberg-Marquardt e stato confrontato con altri metodi(backpropagation, gradiente coniugato) su problemi di addestramento di reti multi-strato. I risultati ottenuti mostrano che il metodo puo essere vantaggiosamente appli-cato alla soluzione di problemi di dimensione relativamente elevata (cioe, in problemiin cui il numero di pesi da determinare e dell’ordine del centinaio). Il calcolo dellamatrice Jacobiana puo essere effettuato mediante tecniche di backpropagation [13].Recentemente in [3] sono stati proposte varianti del metodo di Levenberg-Marquardtche includono un termine aggiuntivo di tipo momentum derivante da una formulazionevincolata del problema di addestramento.
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3.10 Il metodo di Barzilai-Borwein
 Una versione [6] del metodo del gradiente, nota come metodo del gradiente di Barzilai-Borwein (BB), appare particolarmente promettente nei problemi di addestramento“difficili”. Il metodo BB e un metodo di tipo gradiente descritto dallo schema iterativo
 wk+1 = wk − 1
 αk∇E(wk),
 dove lo scalare α e definito mediante una delle due formule
 α1 =sT y
 sT sα2 =
 yT y
 sT y(21)
 cons = wk − wk−1, y = ∇E(wk)−∇E(wk−1).
 Le scelte di α sono connesse all’ equazione Quasi-Newton
 Bs = y
 dove B e una matrice m×m simmetrica definita positiva che approssima la matriceHessiana ∇2E(wk). Infatti, gli scalari α1 e α2 minimizzano, rispettivamente, gli errori‖αIs− y‖, e ‖s− (1/α)Iy‖, sull’equazione Quasi-Newton qualora si assuma B = αI.
 Nel caso quadratico strettamente convesso il metodo BB puo essere interpretatocome un metodo del gradiente in cui il passo e dato dall’inverso di un’approssimazionedi un autovalore della matrice Hessiana, e per tale motivo e anche denominato in let-teratura come metodo spettrale del gradiente. Nel caso ideale, cioe utilizzando insequenza gli autovalori esatti per definire i corrispondenti passi lungo l’antigradiente,si determinerebbe in un numero finito di iterazioni il punto di minimo di una funzionequadratica strettamente convessa. Si comprende percio come il metodo BB presentipotenzialmente buone proprieta locali. La convergenza del metodo BB e stata sta-bilita nel caso di obiettivo quadratico strettamente convesso [90]. Tuttavia, nel casogenerale, il metodo BB puo non convergere. Un metodo di stabilizzazione globale(GBB method) [91] e definito da
 wk+1 = wk − ηk 1
 αk∇E(wk)
 dove 0 < ηk ≤ 1 e calcolato per mezzo di una line search non monotona di tipo Armijo(introdotta originariamente per stabilizzare il metodo di Newton) [41] e basata sullacondizione di accettabilita
 E(wk + ηdk) ≤ max0≤j≤min(k,M)
 E(wk−j)
 + γη∇E(wk)T dk, (22)
 dove dk = −(1/αk)∇E(wk) e αk e il passo BB (eventualmente modificato).
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Il metodo GBB consente di migliorare notevolmente il comportamento del metododel gradiente ed e competitivo con il metodo del gradiente coniugato anche neiproblemi convessi a grande dimensione. Tuttavia esso puo richiedere un costo com-putazionale elevato in problemi difficili, in cui puo essere necessario un ulteriore ri-lassamento della non monotonicita [31].
 In [83] e stata considerata una classe di metodi non monotoni di tipo gradiente perl’addestramento di reti multistrato che comprende anche il metodo BB. La strategia distabilizzazione di questi metodi e simile a quella impiegata nel metodo GBB, e si basaquindi sulla condizione di accettabilita (22). I risultati sperimentali riportati mostranoi vantaggi che scaturiscono dall’utilizzo di tecniche non monotone per l’addestramentodi reti neurali.
 3.11 Algoritmo non monotono di stabilizzazione
 Una nuova tecnica di stabilizzazione non monotona del metodo BB, che appare par-ticolarmente promettente per l’addestramento di reti multistrato, e stata definitarecentemente [48] ed e basata sulla combinazione di una tecnica di tipo watchdog nonmonotona con una tecnica di ricerca unidimensionale non monotona che consente an-che incrementi del passo. Lo schema di globalizzazione proposto (NMS) e applicabile,in linea di principio, ad un metodo qualsiasi, allo scopo di assicurare la convergenzaglobale verso punti stazionari di un algoritmo locale, perturbando il meno possibile ipunti di tentativo generati localmente. Tale schema si puo descrivere definendo:
 una sequenza di iterazioni principali k = 0, 1, . . ., che producono i punti wk;
 per ogni k, una sequenza di iterazioni interne che generano, a partire da wk,attraverso un algoritmo locale, una sequenza finita di N punti: zk
 1 , zk2 , . . . , z
 kN ;
 un criterio di tipo watchdog per accettare o meno il punto zkN ;
 un algoritmo non monotono di ricerca unidimensionale che determina uno sposta-mento ηk lungo una direzione di discesa opportuna nei casi in cui il punto zk
 N
 non sia accettato.
 Si suppone che per ogni k sia generata una direzione di discesa dk tale che
 ‖dk‖ ≤ c1‖∇E(wk)‖ (23)
 ∇E(wk)T dk ≤ −c2‖∇E(wk)‖2, (24)
 per c1, c2 > 0. La condizione precedente e soddisfatta assumendo, ad esempio,
 dk = −(1/αk)∇E(wk),
 con0 < ε ≤ αk ≤ 1/ε.
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L’algoritmo di stabilizzazione e descritto dallo schema seguente.
 Algoritmo NMS
 Dati. w0 ∈ Rm, interi N ≥ 1, M ≥ 0, k = 0, σ : R+ → R+ funzione di forzamento.
 While ∇E(wk) 6= 0 do
 Passo 1. Calcola una direzione dk che soddisfi le condizioni (23), (24) e poni
 zk1 = wk + dk
 Passo 2. Per i = 2, N determina una direzione pki e poni
 zki = zk
 i−1 + pki
 Passo 3. If E(zkN ) ≤ max
 0≤j≤min(k,M)E(wk−j) − max
 1≤i≤N
 σ(‖zk
 i − wk‖)
 then
 poni wk+1 = zkN
 else
 determina ηk con un algoritmo di ricerca unidimensionale e poni
 wk+1 = wk + ηkdk
 end if
 Passo 4. Poni k = k + 1.
 end while
 La ricerca unidimensionale deve essere tale da soddisfare la seguente condizione.
 Condizione sulla ricerca unidimensionale (LS)
 Sia K un sottoinsieme infinito di indici tale che wk+1 = wk + ηkdk, k ∈ K. Allora:
 (c1) Per ogni k ∈ K risulta:
 E(wk + ηkdk) ≤ max0≤j≤min(k,M)
 E(wk−j) − σ(ηk‖dk‖),
 dove M ≥ 0 e un intero prefissato, e σ : R+ → R+ e una funzione di forzamento;
 (c2) Se E(wk) converge e wkK e limitata, si ha
 limk→∞,k∈K
 ∇E(wk)T dk
 ‖dk‖= 0.
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La condizione (LS) puo essere soddisfatta attraverso una tecnica di ricerca unidimen-sionale non monotona di tipo Armijo [41]. In [48] e stato definito un nuovo algoritmodi ricerca unidimensionale non monotona che ammette anche eventuali incrementi delpasso di primo tentativo η = 1 e permette di assicurare che la condizione (LS) risultisoddisfatta.
 Per quanto riguarda le proprieta di convergenza dell’Algoritmo NMS, si puo di-mostrare il seguente risultato.
 Teorema 9 Supponiamo che l’insieme di livello L0 sia compatto, che wk sia unasuccessione prodotta dall’algoritmo NMS e che la condizione LS sia soddisfatta.Allora:
 (i) wk ⊂ L0 ed ha punti limite;
 (ii) ogni punto limite della successione wk e un punto stazionario di E inL0, e non e un punto di massimo locale.
 Come detto in precedenza, l’Algoritmo NMS puo essere visto come uno schema nonmonotono di globalizzazione di metodi di ottimizzazione con proprieta locali. Lacaratteristica principale dell’algoritmo e di non modificare il metodo locale duranteuna sequenza finita di passi, al fine di trarre vantaggio dalle “buone” proprieta localidel metodo.
 In [48] e stata definita una versione del metodo BB basata sull’Algoritmo NMS,in cui le direzioni pk
 i , utilizzate in ciascun ciclo principale, sono determinate secondolo schema
 pki = − 1
 αki
 ∇f(zki ).
 Gli scalari αki sono definiti alternando, quando possibile, i valori α1 e α2 forniti dalle
 formule riportate nella (21). Il metodo e stato sperimentato su un ampio insieme diproblemi test di ottimizzazione, con dimensioni variabili da 100 a 10000. I risultatiottenuti mostrano che la versione proposta del metodo BB e competitiva con metodipiu sofisticati di tipo Quasi-Newton.
 Per quanto riguarda le reti neurali, si ritiene che la tecnica di stabilizzazionedescritta possa costituire un valido strumento per la definizione di algoritmi di ad-destramento (sia di tipo batch che on-line) efficienti e con proprieta di convergenzaglobale. In particolare, nell’ambito dei metodi batch, puo essere di interesse lo studiodi metodi di tipo BB con momentum, stabilizzati mediante l’Algoritmo NMS.
 41

Page 42
                        
                        

3.12 Metodi on-line
 I metodi di tipo on-line [96] consistono nell’aggiornare iterativamente il vettore win corrispondenza a ciascun singolo termine Ep della funzione di errore, senza primaformare la funzione complessiva E, come invece e richiesto nei metodi batch. Neiproblemi di apprendimento in tempo reale (on-line learning) i metodi di addestra-mento on-line sono gli unici metodi utilizzabili; in tal caso le proprieta di conver-genza possono essere caratterizzate solo in termini probabilistici. Tuttavia, anchenell’addestramento fuori linea, i metodi on-line sono spesso preferiti ai metodi batche le motivazioni principali possono essere cosı riassunte:
 - a (grande) distanza da una soluzione puo non essere conveniente impiegaremolto tempo a calcolare tutta la funzione e le sue derivate, ma e preferibileridurre rapidamente un qualsiasi termine di errore;
 - se l’insieme di addestramento T ha una cardinalita molto elevata il calcolo diE e ∇E puo essere impraticabile;
 - se T e grande e ridondante puo essere inutilmente costoso tener conto ad ognipasso di tutti i termini della funzione di errore;
 - la tecnica on-line introduce un certo grado di ‘randomicita’ che puo essere utileper evitare la convergenza verso minimi locali indesiderati.
 Da un punto di vista deterministico, i metodi on-line possono esssere visti comemetodi incrementali in cui si effettua una decomposizione della funzione obiettivo Eo del gradiente ∇E e la valutazione delle diverse componenti e distribuita in unasequenza di P iterazioni (denominata epoca). Per poter stabilire risultati di con-vergenza e tuttavia necessario generare una successione (in genere infinita) di epoche,ossia prendere ripetutamente in considerazione, come nei metodi batch, tutti i terminidella funzione di errore e delle sue derivate.
 Uno dei primi metodi incrementali proposti e l’algoritmo di addestramento del per-ceptron illustrato in precedenza, o, piu in generale, il metodo di rilassamento per lasoluzione dei sistemi di disequazioni lineari. Per problemi di minimi quadrati lineari,il metodo incrementale piu significativo e il cosiddetto filtro di Kalman, che ha impor-tanti applicazioni nell’ambito dei sistemi di controllo e di comunicazione, e consentedi aggiornare in modo esatto la soluzione di un problema di minimi quadrati quandosi aggiunga un nuovo termine nella funzione obiettivo [10]. Per l’addestramento direti multistrato il metodo piu noto e la versione on-line del metodo di backpropaga-tion (nota anche come metodo del gradiente incrementale), che si basa, come si e giadetto, su un’iterazione del tipo
 wk+1 = wk − ηk∇Ep(k)(wk).
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Dal punto di vista teorico, se si suppone che tutti i termini Ep siano consideraticiclicamente per p = 1, . . . , P , ossia se
 p(k) = k(modP ) + 1,
 e possibile stabilire sotto opportune condizioni la convergenza della backpropagationon-line, che e stata studiata sia in termini probabilistici che in termini deterministici([33], [66], [70], [102],[108]). Si puo enunciare, in particolare, il risultato seguente [9].
 Teorema 10 (Convergenza del metodo del gradiente incrementale)Sia wk una successione prodotta dal metodo del gradiente incrementale.Supponiamo che esistano costanti positive L, C e D tali che:
 (i) ‖∇Ep(u)−∇Ep(v)‖ ≤ L‖u− v‖ per ogni u, v ∈ Rm e p = 1, . . . P ;
 (ii) ‖∇Ep(w)‖ ≤ C + D‖∇E(w)‖ per ogni w ∈ Rm e p = 1, . . . P .
 Supponiamo inoltre che il passo ηk sia scelto in modo tale da soddisfare le condizioni
 ∞∑k=0
 ηk = ∞,∞∑
 k=0
 (ηk)2 < ∞. (25)
 Allora ogni punto limite di wk e un punto stazionario di E.
 La condizione del Teorema 10 richiede, in essenza, che il passo ηk sia forzato a zero nontroppo rapidamente. In particolare, se si assume (come nel metodo di approssimazionestocastica) che sia
 ηk = c/k,
 con c > 0, le condizioni (25) sono soddisfatte. Risultati di convergenza analoghi sipossono stabilire anche per la versione on-line del metodo momentum. [70].
 La principale limitazione del metodo BP on-line consiste proprio nel fatto che, perassicurare la convergenza senza valutare la funzione obiettivo complessiva, occorreimporre a priori che il passo tenda a zero con una legge prefissata e cio porta, in pra-tica, ad una rapidita di convergenza (tipicamente sublineare) molto inferiore rispettoa quella delle versioni batch del metodo del gradiente. Una difficolta ulteriore ecostituita dal requisito che la successione generata si mantenga in un insieme limitato.Cio ha motivato lo studio di varie tecniche euristiche per la scelta del passo ηk [21],[51], [99]. Nell’addestramento fuori linea un possibile compromesso e l’impiego ditecniche ibride on-line-batch chiamate bold-driver methods, in cui la backpropagationon-line BP e utilizzata per una o piu epoche ed il passo e ricalcolato periodicamentevalutando la funzione di errore complessiva E [106]. Per alcune di tali versioni sonostati stabiliti risultati di convergenza globale [43], [102].
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Queste tecniche possono far migliorare, in pratica il comportamento dei metodi on-line, ma tuttavia presentano lo svantaggio di richiedere il calcolo di tutta la funzionedi errore, il che puo essere inaccettabile se P e molto grande o se l’addestramentodeve essere effettuato in tempo reale. Un altro tipo di compromesso, con analoghelimitazioni, e quello di passare gradualmente dalla BP on-line, che e particolarmentevantaggiosa nelle iterazioni iniziali, alla BP batch, che assicura una rapidita di con-vergenza piu elevata [11].
 Una diversa definizione di tecniche on-line puo essere basata sulla trasformazionedel problema di addestramento in un problema equivalente vincolato, che puo essereriformulato a sua volta, attraverso l’impiego di funzioni Lagrangiane aumentate, comeun problema di ottimizzazione non vincolata e risolto con tecniche di decomposizione.Osserviamo che il problema originario si puo porre nella forma:
 minP∑
 p=1
 Ep(vp)
 con i vincolivp − u = 0, p = 1, . . . , P
 u ∈ Rn, vp ∈ Rm, p = 1, . . . , P,
 dove u and vp, per p = 1, . . . , P sono P + 1 copie del vettore w.
 E possibile ora definire un nuovo problema non vincolato, tale che, quando u efissato, ci si puo ricondurre a P sottoproblemi indipendenti. A tale scopo, introdu-ciamo un vettore di moltiplicatori λ con componenti λp ∈ Rm e definiamo la funzioneLagrangiana
 L(v, λ, u) :=P∑
 p=1
 Ep(vp) +P∑
 p=1
 λTp (vp − u).
 Possiamo quindi definire una funzione Lagrangiana aumentata esatta [28] ponendo:
 Φ(v, λ, u; c) :=P∑
 p=1
 [Ep(vp) + πp(vp, λp, u; cp)] ,
 dove
 πp := λTp (vp − u) +
 [cp + τ‖λp‖2
 ]‖vp − u‖2 + η‖∇Ep(vp) + λp‖2,
 e cp, τ , η sono parametri positivi. Ponendo:
 φp(vp, λp, u; cp) := Ep(vp) + πp(vp, λp, u; cp),
 si ottiene il problema non vincolato
 min Φ(v, λ, u; c) =P∑
 p=1
 φp(vp, λp, u; cp).(v, λ, u)
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Se u e fissato, la minimizzazione rispetto a (v, λ) si puo decomporre in P sottoproblemiindipendenti, ciascuno corrispondente alla funzione obiettivo
 φp(vp, λp, u; cp)
 che richiede solo la conoscenza di Ep. Assegnati i vettori (vp, λp), la minimizzazionerispetto a u richiede solo la considerazione della funzione
 Π :=P∑
 p=1
 λTp (vp − u) + (cp + τ‖λp‖2)‖vp − u‖2,
 che non dipende dai dati del problema di training e si puo interpretare come unamisura del “disagreement” tra i diversi addestramenti ‘locali’ relativi alle P diverse“copie” della rete. Le proprieta di Φ e la convergenza di schemi di decomposizionesono state studiate in un lavoro recente [47]. In particolare, si dimostra che esistonovalori finiti dei coefficienti di penalita cp, che assicurano una corrispondenza uno-a-uno, in un insieme di livello compatto, tra punti stazionari e punti di minimo globaledi Φ con punti stazionari e punti di minimo globale di E. Si possono definire algoritmidiversi, in relazione al criterio usato per sequenziare e terminare i processi di addestra-mento locale e agli algoritmi usati per le minimizzazioni locali e per l’aggiornamentodi u e dei coefficienti di penalita. La costruzione di algoritmi convergenti si puo basaresui risultati relativi alla convergenza dei metodi di ottimizzazione non vincolata basatisu tecniche di decomposizione a blocchi rispetto alle variabili [45].
 3.13 Impiego di metodi di ottimizzazione globale
 La presenza di minimi locali della funzione d’errore costituisce una difficolta di cuitenere conto nel progetto di un algoritmo di ottimizzazione per l’addestramento direti multistrato. Lo studio di proprieta teoriche della funzione d’errore in relazioneai minimi locali e stato oggetto di vari lavori. Ad esempio, e stata provata la pre-senza di minimi locali in alcuni specifici problemi test [63]. Viceversa, in [39] e statodimostrato che in problemi di classificazione in cui gli insiemi sono linearmente sep-arabili non possono esistere minimi locali non globali. Tuttavia, non sono noti almomento risultati di carattere generale che possano avere un ruolo significativo nellasoluzione di problemi reali.
 L’esperienza di calcolo mostra che in molte applicazioni le difficolta maggiorinel processo di addestramento sono dovute alla presenza di “plateau” nella fun-zione d’errore piuttosto che a quella di minimi locali. Inoltre, come discusso neiparagrafi precedenti, l’addestramento di una rete non e necessariamente finalizzatoall’individuazione di un punto di minimo globale del problema di ottimizzazione asso-ciato, ma ha come scopo quello di determinare un vettore di parametri cui corrispondaun valore “sufficientemente basso” dell’errore commesso sui campioni del training set,in modo tale che la rete presenti una adeguata capacita di generalizzazione. Per questi
 45

Page 46
                        
                        

motivi, lo studio di specifici algoritmi di ottimizzazione globale non ha costituito unodegli aspetti maggiormente rilevanti nell’ambito della letteratura neurale.
 In generale, gli algoritmi di ottimizzazione globale si dividono in metodi stocastici emetodi deterministici. Nel contesto delle reti neurali la versione on-line dell’algoritmodi backpropagation rappresenta uno dei metodi di tipo stocastico maggiormente im-piegati. Sono state inoltre proposte strategie di addestramento ibride, costituite dauna fase di tipo stocastica seguita da una in cui si applica un metodo standarddi ottimizzazione. Le motivazioni di simili strategie sono, da una parte quella dievitare i minimi locali mediante la fase stocastica, dall’altra quella di accelerare laconvergenza verso il “minimo desiderato” con la seconda fase. L’algoritmo propostoin [99] rappresenta un metodo di tipo ibrido che combina la backpropagation on-linecon un metodo di tipo gradiente coniugato.
 La classe di metodi di tipo deterministico per cui esistono risultati piu significativinel campo dell’addestramento di reti neurali e quella costituita dai metodi di omo-topia, che si basano sull’idea di “deformare” la funzione di errore originaria in unafunzione la cui minimizzazione risulti piu agevole, e di ridurre progressivamente ladeformazione. Il metodo denominato “Expanded Range Approximation” (ERA) [49]appartiene a questa classe. La specificita del metodo ERA e rappresentata dal fattoche la deformazione e introdotta nei valori yp, per p = 1, . . . , P delle uscite desidera-te del training set. In particolare, i valori yp sono inizialmente compressi nel valoremedio
 y =1
 P
 P∑i=1
 yp
 e successivamente modificati secondo la regola
 yp(λ) = y + λ(yp − y)
 in cui il parametro λ viene aumentato progressivamente da 0 a 1. Sono state pro-poste differenti versioni del metodo basate su opportune tecniche di variazione delparametro λ. Il metodo e facilmente implementabile ed e risultato efficiente (conun’appropriata scelta dei parametri) nella soluzione di problemi di addestramento.
 Un’altra tecnica di omotopia [23], per cui e stato svolto uno studio teorico com-pleto, consiste nell’introduzione di una deformazione che trasforma la funzione diattivazione dei neuroni da lineare a non lineare. In particolare, l’omotopia e definitadalla trasformazione
 g(t; λ) = (1− λ)t + λtanh(t),
 in cui λ varia da 0 a 1. L’applicazione di questi risultati all’addestramento di retimultistrato e considerata in [22].
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4 Reti neurali di funzioni di base radiali
 Le funzioni di base radiali (radial basis functions) sono state introdotte nel campodell’analisi numerica in relazione a problemi di interpolazione in uno spazio mul-tidimensionale. Sono inoltre studiate nella teoria dell’approssimazione di funzionimulti-variabile. Una rete neurale di funzioni di base radiali (rete RBF) e una retedi tipo feedforward a due strati, in cui i nodi dello strato nascosto eseguono unatrasformazione non lineare mediante funzioni di base radiali. Nel seguito verrannoillustrate le proprieta delle funzioni di base radiali in relazione a problemi di inter-polazione, e verranno analizzate le proprieta di approssimazione della classe di retiRBF regolarizzate (questa denominazione e motivata dal fatto che tali reti derivanodalla teoria della regolarizzazione). Saranno inoltre introdotte le reti RBF genera-lizzate, che consentono di approssimare il legame funzionale senza necessariamentesoddisfare condizioni di interpolazione. Infine, verranno descritti algoritmi di adde-stramento basati su tecniche di decomposizione.
 4.1 Le funzioni di base radiali
 Dato un insieme di P punti xp ∈ Rn, p = 1, . . . , P e un corrispondente insiemedi P numeri reali yp ∈ R, p = 1, . . . , P, il problema dell’interpolazione consistenel determinare una funzione y : Rn → R, in una classe di funzioni assegnata, chesoddisfi la condizione di interpolazione
 y(xp) = yp p = 1, . . . , P. (26)
 Una particolare tecnica di interpolazione multidimensionale consiste nella scelta diuna funzione y della forma
 y(x) =P∑
 p=1
 wpφ(‖x− xp‖), (27)
 dove φ : R+ → R e una funzione continua, usualmente denominata funzione di baseradiale, ‖·‖ e la norma euclidea in Rn. La funzione interpolante e espressa quindi comecombinazione lineare di P funzioni, ognuna delle quali ha come argomento la distanza(“raggio”) ‖x− xp‖. I coefficienti wp costituiscono i pesi, i punti di interpolazione xp
 sono denominati centri. Alcune scelte di φ(r) sono riportate nella tabella seguente.
 φ(r) = r lineare
 φ(r) = e−r2Gaussiana
 φ(r) = (r2 + σ2)−1/2 multiquadrica inversaφ(r) = (r2 + σ2)1/2 multiquadrica diretta
 dove r ≥ 0 e σ e una costante positiva.
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Scelta la funzione φ, per definire la funzione interpolante y occorre determinare ilvettore dei pesi w = (w1, . . . , wP )T . A questo fine, utilizzando la (27) e la condizionedi interpolazione (26) si definisce il seguente sistema lineare nel vettore incognito w
 Φw = y, (28)
 dove y = (y1, . . . , yP )T , e Φ e la matrice P × P il cui generico elemento φji eφji = φ(‖xj−xi‖). La matrice Φ e denominata matrice di interpolazione. Per definirela funzione interpolante y occorre quindi risolvere il sistema (28). In [74] sono definitedelle condizioni sufficienti per assicurare la non singolarita della matrice di interpo-lazione Φ, nell’ipotesi in cui i punti di interpolazione x1, . . . , xP siano distinti. Intale ipotesi, utilizzando i risultati riportati in [74], si puo dimostrare l’invertibilitadella matrice Φ per ognuna delle scelte della funzione φ precedentemente riportate,cioe per la lineare, la Gaussiana e le multiquadriche. Inoltre, per la Gaussiana ela multiquadrica inversa, e possibile dimostrare [89] che le corrispondenti matrici diinterpolazione sono matrici definite positive.
 4.2 Reti RBF regolarizzate
 Le tecniche di regolarizzazione [101] sono studiate nell’ambito di problemi di approssi-mazione di funzioni multivariabile, in cui l’insieme dei campioni disponibili e finito.Sia f : Rn → R una funzione che si intende approssimare, e si consideri il training set
 T = (xp, yp) ∈ Rn ×R, p = 1, . . . P,
 in cui yp = f(xp). Come si e detto nell’introduzione, il problema della “ricostruzione”di f a partire dall’insieme T e un problema mal posto. Le tecniche di regolarizzazionedeterminano la funzione approssimante mediante la minimizzazione di un funzionalecostituito da due termini. Il primo di tali termini misura la distanza della funzione ap-prossimante dai campioni disponibili, cioe dai dati del training set. Il secondo terminemisura la violazione di vincoli imposti sulla regolarita della funzione approssimante y.Tale termine dipende quindi dalle informazioni, note a priori, riguardanti la funzionef (si puo assumere, ad esempio, che f sia almeno differenziabile). Il problema darisolvere diventa quello di determinare la funzione y che minimizza un funzionale deltipo
 E(y) = E1(y) + E2(y) =1
 2
 P∑p=1
 [yp − y(xp)]2 +1
 2λ‖Py‖2, (29)
 dove λ > 0 e il parametro di regolarizzazione, P e un operatore differenziale, ‖ · ‖ euna norma nello spazio di funzioni cui appartiene Py. Le informazioni riguardanti lafunzione da approssimare f sono “contenute” nella struttura dell’operatore P , la cuiscelta dipende quindi dalla natura del problema considerato.
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Si puo dimostrare che, sotto opportune ipotesi sull’operatore P , la funzione cheminimizza il funzionale (29) assume la forma
 y(x) =P∑
 p=1
 wpϕ(∥x− xp∥), (30)
 in cui ϕ : R+ → R e una funzione di base radiale, e w ∈ RP e soluzione del sistemalineare
 (Φ + λI)w = y (31)
 dove y = (y1, . . . , yP )T , I e la matrice identita P × P , e Φ e la matrice P × P il cuigenerico elemento ϕji e
 ϕji = ϕ(∥xj − xi∥).
 La (30) puo essere interpretata come l’uscita di una rete feedforward, in cui la funzionedi attivazione dei neuroni dello strato nascosto e proprio la funzione ϕ. Reti di questotipo sono note in letteratura come reti RBF regolarizzate e sono reti feedforward conqueste caratteristiche:
 - presentano un solo strato nascosto;
 - i neuroni dello strato nascosto sono unita di calcolo che hanno come funzionedi attivazione una funzione di base e l’argomento della funzione di attivazionee costituito dalla distanza (espressa mediante la norma euclidea) tra il vettoredi ingresso ed il centro dell’unita;
 - il numero di neuroni dello strato nascosto e pari al numero P degli elementi deltraining set;
 - il neurone dello strato d’uscita effettua una combinazione lineare delle uscitedei neuroni dello strato nascosto.
 Per quanto riguarda le proprieta di approssimazione delle reti di regolarizzazione, siha il seguente risultato (si veda [85]).
 Teorema 11 Per ogni funzione continua f definita su un sottoinsieme compatto Sdi Rn e per ogni ϵ > 0 esiste una rete RBF regolarizzata, cioe una funzione dellaforma
 y(x) =P∑
 p=1
 wpϕ(∥x− xp∥),
 tale che per ogni x ∈ S risulta
 |f(x)− y(x)| < ϵ.
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Il teorema stabilisce che le reti RBF sono approssimatori universali per le funzionicontinue. Le reti RBF hanno quindi la proprieta di approssimazione caratterizzanteanche le reti multistrato. Rispetto a questa classe di reti neurali, le reti di regolariz-zazione presentano una ulteriore proprieta teorica di approssimazione. In particolare,definiscono un sottoinsieme di funzioni per cui il problema dell’approssimazione ot-tima ammette soluzione.
 In termini generali, sia V uno spazio vettoriale dotato di norma ‖·‖, e sia ρ(f1, f2) :V × V → R+ la funzione distanza definita come ρ(f1, f2) = ‖f1 − f2‖. Sia inoltre Aun sottoinsieme assegnato di V . Cio posto, il problema dell’approssimazione ottimasu V e quello di determinare (ove esista) un elemento y∗ ∈ A tale che
 ρ(y∗, f) = miny∈A
 ρ(y, f),
 dove f ∈ V .Sia V l’insieme delle funzioni continue definite su un dominio U ⊆ Rn, che deno-
 tiamo con C[U ], e si consideri il sottoinsieme di C[U ]:
 A = y ∈ C[U ] : y(x) =P∑
 p=1
 wpφp(x), wp ∈ R, (32)
 dove le funzioni φp sono funzioni continue assegnate. Osserviamo che A e un sot-tospazio lineare a dimensioni finite dello spazio vettoriale C[U ]. Da un noto teoremasegue che il problema dell’approssimazione ottima su C[U ] ammette soluzione. Sinoti che sottoinsiemi del tipo (32) sono definiti, ad esempio, da reti RBF di regola-rizzazione. Per questa classe di reti l’esistenza dell’approssimazione ottima e quindiprovata.
 Si puo dimostrare [35] che nel caso in cui l’insieme A e costituito da funzioni“rappresentabili” con reti multistrato aventi almeno uno strato nascosto, il problemadell’approssimazione ottima non ammette soluzione.
 4.3 Reti RBF generalizzate
 Si consideri la relazione ingresso-uscita di una rete RBF definita in (30). La corrispon-denza “uno a uno” tra gli elementi del training set e i termini dell’espansione potrebberendere troppo onerosa, da un punto di vista computazionale, l’implementazione diuna rete RBF. In particolare, la determinazione dei coefficienti wp dell’espansionerichiede la soluzione di un sistema lineare di dimensione P × P , e cio puo essereproibitivo quando il numero P di elementi del training set e molto elevato.
 A partire da queste osservazioni sono state introdotte le reti RBF generalizzate,in cui il numero N dei termini dell’espansione e in genere minore del numero P deglielementi del training set, e i centri ci ∈ Rn non coincidono necessariamente con ivettori xp appartenenti al training set.
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La funzione approssimante (rete RBF generalizzata) assume quindi la forma
 y(x) =N∑
 i=1
 wiφ(‖x− ci‖).
 In una rete RBF generalizzata sia i pesi wi ∈ R che i centri ci ∈ Rn costituiscono iparametri da determinare. Cio implica che il legame ingresso-uscita definito da unarete RBF generalizzata dipende in modo non lineare dai parametri, come nelle retimultistrato.
 Lo shema di una rete RBF e riportato in Fig.5.
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 3
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 @@
 @@ i+ -
 u
 u
 Fig.5 Rete RBF con 3 centri
 Per quanto riguarda le proprieta di approssimazione, osserviamo che:
 • la classe delle reti generalizzate include quella delle reti regolarizzate, per cui,sulla base del Teorema 11, si puo affermare che le reti RBF generalizzate sonoapprossimatori universali;
 • e possibile dimostrare che il problema dell’approssimazione ottima non ammettesoluzione nel caso di reti RBF generalizzate.
 Nel seguito faremo riferimento esclusivamente a reti RBF generalizzate.
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4.4 Algoritmi di addestramento di reti RBF
 Sia dato il training set T = (xp, yp) ∈ Rn × R, p = 1, . . . P, e si consideri unarete RBF generalizzata con N centri. Indichiamo con w il vettore dei pesi e con C ilvettore dei centri, ossia poniamo:
 w = (w1, . . . , wN)T ∈ RN c =
 c1...
 cN
 ∈ RnN
 Analogamente a quanto detto nel caso di reti multistrato, la procedura di addestra-mento di una rete RBF e finalizzata alla determinazione dei pesi e dei centri sullabase dei dati forniti nel training set.
 In relazione a questo problema, sono adottate due diverse strategie di addestra-mento
 - scelta non supervisionata dei centri e supervisionata dei pesi;
 - scelta supervisionata sia dei centri che dei pesi.
 La prima strategia consiste nel fissare prima i vettori ci scegliendoli casualmente tra ivettori di ingresso del training set oppure con tecniche di clustering, e nel determinaresuccessivamente i pesi minimizzando rispetto a w la funzione di errore. In tal caso,la funzione di errore si puo assumere della forma
 E(w) =1
 2
 P∑p=1
 (N∑
 i=1
 wiφ(‖xp − ci‖)− yp
 )2
 +ρ
 2‖w‖2,
 dove compare anche un termine di regolarizzazione con ρ > 0. Ponendo y = (y1, . . . , yP )T
 e definendo la matrice Φ(c) di dimensioni (P ×N) con elementi
 (Φ)pi = φ(‖xp − ci‖),
 la minimizzazione rispetto a w si riduce a risolvere il problema di minimi quadrati:
 minw
 E(w) ≡∥∥∥∥(Φ(c)√
 ρI
 )w −
 (y0
 )∥∥∥∥2
 . (33)
 Per la soluzione del problema si possono utilizzare [14] sia metodi diretti (in partico-lare, metodi basati sulla decomposizione a valori singolari) se N non e molto elevato,sia metodi iterativi, come, ad esempio, il metodo del gradiente coniugato.
 Fissati i centri con una procedura non supervisionata, si ottiene quindi nellerestanti variabili un problema di ottimizzazione che puo essere risolto con tecnicheefficienti. Tuttavia, la scelta non supervisionata dei centri ha lo svantaggio di nontener conto dei valori di uscita yp associati ai campioni di ingresso del training set.
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Cio puo comportare la necessita di dover introdurre un numero molto elevato di centriper ottenere prestazioni soddisfacenti della rete RBF.La seconda strategia [85] consiste invece nel minimizzare una funzione di errore siarispetto ai pesi d’uscita che rispetto alle posizioni dei centri; in tal caso, introducendoanche un termine di regolarizzazione relativo ai centri, il problema di addestramentosi puo porre nella forma:
 minw,c
 E(w, c) ≡ 1
 2
 P∑p=1
 (N∑
 i=1
 wiφ(‖xp − ci‖)− yp
 )2
 +ρ1
 2‖w‖2 +
 ρ2
 2‖c‖2, (34)
 con ρ1, ρ2 > 0. Alcuni esperimenti e confronti [107] sembrano indicare che la scelta su-pervisionata di centri e pesi consente di ottenere capacita di generalizzazione notevol-mente migliori, in confronto con la prima strategia considerata.
 4.5 Algoritmi di decomposizione
 La soluzione del problema (34) richiede l’impiego di tecniche di ottimizzazione non li-neare e puo comportare difficolta computazionali considerevoli per valori elevati delladimensione dello spazio di ingresso n e del numero di campioni P del training set.Per ovviare a tali difficolta, preservando i vantaggi dell’addestramento supervision-ato, e possibile far ricorso a tecniche di decomposizione, partizionando le variabili indiversi blocchi ed effettuando minimizzazioni alternate rispetto ai singoli blocchi. Perassicurare la convergenza di tecniche di questo tipo e necessario tuttavia soddisfareopportune condizioni e definire in modo appropriato gli algoritmi di minimizzazione.Sono infatti noti [88] alcuni controesempi relativi alla minimizzazione di funzioni ditre variabili in cui il metodo delle coordinate con ricerche di linea esatte cicla indefini-tamente senza convergere ad un punto stazionario. Tale metodo puo essere vistocome caso particolare dell’algoritmo di decomposizione di Gauss-Seidel [12], in cuil’aggiornamento dei blocchi di variabili avviene mediante minimizzazioni globali neirispettivi sottospazi. In [45], [46] sono stati stabiliti alcuni risultati generali sullaconvergenza di metodi di decomposizione e sono stati definiti specifici algoritmi diminimizzazione a blocchi. In particolare, assumendo di aver partizionato il vettoredelle variabili in NB blocchi e supponendo che la funzione obiettivo sia continuamentedifferenziabile, la convergenza del metodo di Gauss-Seidel puo essere assicurata in unodei seguenti casi:
 - vettore delle variabili decomposto in due blocchi, cioe NB = 2;
 - funzione obiettivo pseudoconvessa e insiemi di livello compatti;
 - funzione obiettivo strettamente convessa rispetto a NB − 2 blocchi.
 In alternativa al metodo di Gauss-Seidel e possibile definire metodi di discesa a blocchiin cui non e richiesta la minimizzazione globale rispetto a ciascun blocco di variabili.
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Anche in questo caso e necessario imporre opportune condizioni per assicurare laconvergenza globale.In [18] sono stati studiati algoritmi di decomposizione specifici per l’addestramento direti RBF. Un primo schema di decomposizione e quello basato sulla decomposizionenei due blocchi pesi e centri, e consiste nell’alternare la minimizzazione rispetto aipesi d’uscita per posizioni fissate dei centri con una minimizzazione approssimatarispetto ai centri. In tal caso, sotto ipotesi usuali su E e sull’algoritmo utilizzato,si puo garantire la convergenza a punti stazionari e si puo inoltre assicurare, comenell’addestramento non supervisionato, che i pesi d’uscita corrispondano a un puntodi minimo globale nello spazio delle w in corrispondenza alla scelta di c.
 Osserviamo che se ρ1, ρ2 > 0, tutti gli insiemi di livello della funzione E(w, c),ossia tutti gli insiemi
 L(α) = (w, c) ∈ RN ×RnN : E(w, c) ≤ α,con α ∈ R sono compatti. In tale ipotesi, uno schema di decomposizione in due blocchiche assicuri proprieta di convergenza globale puo essere, ad esempio, un algoritmo incui, ad ogni iterazione k:
 - i pesi wk+1 vengono calcolati risolvendo il problema di minimi quadrati lineare(33) in corrispondenza al vettore corrente dei centri ck;
 - i centri ck+1 vengono determinati attraverso un algoritmo di discesa che includaalmeno una ricerca unidimensionale opportuna lungo la direzione dk opposta algradiente parziale rispetto al vettore dei centri, ossia
 dk = −∇cE(wk+1, ck).
 Per dimostrare la convergenza dell’algoritmo e necessario che le ricerche unidimen-sionali lungo le direzioni dk soddisfino opportuni requisiti, specificati nella condizionesuccessiva.
 Condizione 1 Per ogni k si ha:
 E(wk+1, ck + ηkdk) ≤ E(wk+1, ck);
 inoltre, selimk→∞
 E(wk+1, ck)− E(wk+1, ck + ηkdk) = 0,
 allora per ogni sottosequenza (wk+1, ck)K convergente si ha:
 limk∈K,k→∞
 ∇cE(wk+1, ck)T dk
 ‖dk‖= 0.
 Un algoritmo di decomposizione in due blocchi e definito nello schema seguente.
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Algoritmo D1: decomposizione in 2 blocchi
 Dati. c0 ∈ RnN , w0 ∈ RN , k = 0.
 While ∇E(wk, ck) 6= 0 do
 Passo 1. (Minimizzazione rispetto ai pesi)
 calcolawk+1 = Arg min
 wE(w, ck),
 risolvendo il problema di minimi quadrati in w
 Passo 2. (Minimizzazione rispetto ai centri)
 (a) calcola dk = −∇cE(wk+1, ck),
 (b) calcola ηk con una ricerca unidimensionale che soddisfi la Condizione 1
 (c) scegli qualsiasi ck+1 tale che
 E(wk+1, ck+1) ≤ E(wk+1, ck + ηkdk)
 Passo 3. Poni k = k + 1
 End While
 Osserviamo che nello schema precedente si puo utilizzare al Passo 2 un numero finitodi iterazioni di un qualsiasi algoritmo di ottimizzazione non vincolata per determinareck+1, purche risulti soddisfatta la condizione specificata al punto (c). Tale condizionee soddisfatta, in particolare, se si assume ck+1 = ck + ηkdk.
 Si puo anche introdurre un criterio di arresto nel Passo 2, attraverso una condizionedel tipo ‖∇cE(wk+1, ck)‖ ≤ ξk, essendo ξk > 0 tale che limk→∞ ξk = 0. La Condizione1 puo essere soddisfatta utilizzando un algoritmo standard di ricerca unidimensionale,come ad esempio il metodo di Armijo gia illustrato in precedenza. Vale il risultatoseguente [18].
 Teorema 12
 Sia (wk, ck) la sequenza generata dall’Algoritmo D1; allora:
 - (wk, ck) ha punti di accumulazione;
 - E(wk, ck) converge;
 - ogni punto di accumulazione di (wk, ck) e un punto stazionario di E.
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Quando le dimensioni del problema (numero di centri, numero di ingressi, numero dicampioni) sono elevate anche la minimizzazione approssimata rispetto a c puo esseremolto costosa. Puo essere quindi opportuno decomporre ulteriormente questa fasein una successione sequenziale di minimizzazioni parziali rispetto ai singoli centri,introducendo eventualmente opportuni criteri per selezionare i centri da aggiornare.Cio corrisponde a partizionare le variabili del problema negli N + 1 blocchi costituitidal vettore dei pesi w e dai centri ci, per i = 1, . . . , N .
 Come nell’algoritmo precedente, i pesi possono essere determinati risolvendo unproblema di minimi quadrati lineare con un algoritmo diretto o iterativo e si possonoutilizzare metodi di discesa per la minimizzazione rispetto ai centri. E necessariotuttavia adottare opportune cautele per garantire la convergenza. Tenendo conto delfatto che E e strettamente convessa rispetto ai pesi w, per assicurare la convergenzaoccorre imporre, oltre alle condizioni usuali, anche il requisito:
 ‖ck+1i − ck
 i ‖ → 0, i = 1, . . . , N.
 In particolare, si puo supporre che, nello spazio dei centri, le ricerche dimensionalilungo le direzioni
 dki = −∇ci
 E(wk+1, ck+11 . . . ck
 i . . . ckN),
 soddisfino la condizione seguente.
 Condizione 2 Per ogni k ≥ 0 e ogni i = 1, . . . , N si ha:
 E(wk+1, ck+11 . . . ck
 i + ηki d
 ki . . . ck
 N) ≤ E(wk+1, ck+11 . . . ck
 i . . . ckN);
 Inoltre, se
 limk→∞
 E(wk+1, ck+11 . . . ck
 i . . . ckN)− E(wk+1, ck+1
 1 . . . cki + ηk
 i dki . . . ck
 N) = 0,
 allora:
 (i) limk→∞
 ηki ‖dk
 i ‖ = 0;
 (ii) per ogni sottosequenza (wk+1, ck+11 . . . ck
 i . . . ckN)K convergente si ha
 limk∈K,k→∞
 ∇ciE(wk+1, ck+1
 1 . . . cki . . . ck
 N)T dki
 ‖dki ‖
 = 0.
 Con la scelta fatta per dki , la Condizione 2 puo essere soddisfatta, ad esempio, con un
 algoritmo tipo-Armijo in cui si imponga una limitazione superiore sul passo, oppurecon tecniche di ricerca unidimensionale basate su condizioni di accettabilita del tipo
 E(wk+1, ck+11 . . . ck
 i + ηki d
 ki . . . ck
 N) ≤ E(wk+1, ck+11 . . . ck
 i . . . ckN)− γi(η
 ki ‖dk
 i ‖)2.
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Un algoritmo di decomposizione negli N + 1 blocchi w, c1 . . . , cN , e riportato nelloschema successivo.
 Algoritmo D2: decomposizione in N + 1 blocchi
 Dati. c0 ∈ RnN , w0 ∈ RN , k = 0, τi > 0, ξki > 0 tale che ξk
 i → 0 per i = 1, . . . , N .
 While ∇E(wk, ck) 6= 0 do
 Passo 1. (Minimizzazione rispetto ai pesi)
 calcolawk+1 = Arg min
 wE(w, ck),
 risolvendo un problema di minimi quadrati in w
 Passo 2. (Minimizzazione rispetto ai centri)
 For i = 1, . . . , N do
 If ‖∇ciE(wk+1, ck)‖ ≤ ξk
 i then
 poni ck+1i = ck
 i
 else
 (a) determina dki = −∇ci
 E(wk+1, ck+11 ...ck
 i ...ckN)
 (b) calcola ηki con una tecnica di ricerca che soddisfi la Condizione 2
 (c) calcola cki tale che:
 E(wk+1, ck+11 ...ck
 i ...ckN) ≤ E(wk+1, ck+1
 1 ...cki + ηk
 i dki ...c
 kN)
 If E(wk+1, ck+11 ...ck
 i ...ckN) ≤ E(wk+1, ck+1
 1 ...cki ...c
 kN)− τi‖ck
 i − cki ‖2
 then
 poni ck+1i = ck
 i
 else
 poni ck+1i = ck
 i + ηki d
 ki
 end if
 end if
 End For
 Passo 3. Poni k = k + 1
 End While
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Le condizioni (b)(c) del Passo 2 garantiscono, fra l’altro, che la distanza ‖ck+1i − ck
 i ‖tenda a zero e possono essere soddisfatte, in particolare, assumendo
 ck+1i = ck
 i + ηki d
 ki .
 La differenza importante rispetto al caso dell’Algoritmo D1 e che non e piu possibileeffettuare le minimizzazioni parziali con un qualsiasi algoritmo di discesa. Infatti, ipunti di tentativo ck
 i , che possono essere generati con qualsiasi metodo, potrebberonon essere accettati, anche se producono una riduzione della funzione obiettivo, sehanno l’effetto di produrre spostamenti troppo “grandi” dal punto corrente ck
 i .Si osservi che il test al Passo 2 consente di evitare la minimizzazione rispetto a ci
 quando il gradiente parziale ∇Ecie sufficientemente piccolo. Inoltre, il calcolo della
 funzione d’errore in corrispondenza ad una nuovo vettore ci puo essere organizzato inmodo da ridurre considerevolmente i tempi di calcolo memorizzando le uscite dellarete calcolate nel punto corrente ck
 i . Infatti, si ha
 y(xp; wk+1, ck+11 , . . . , ci, . . . , c
 kN)
 = y(xp; wk+1, ck+11 , . . . , ck
 i , . . . , ckN)− wk
 i φ(‖xp − cki ‖) + wk
 i φ(‖xp − ci‖),
 per cui il calcolo della “nuova” uscita richiede poche operazioni elementari. Le pro-prieta di convergenza dell’algoritmo sono riportate nel teorema seguente [18].
 Teorema 13 Sia (wk, ck) la sequenza generata dall’Algoritmo D2. Allora:
 (i) (wk, ck) ammette punti limite;
 (ii) la sequenza E(wk, ck) converge;
 (iii) si ha limk→∞
 ‖wk+1 − wk‖ = 0;
 (iv) per i = 1, . . . ,M, segue limk→∞
 ‖ck+1i − ck
 i ‖ = 0;
 (v) ogni punto limite di (wk, ck) e un punto stazionario di E.
 L’algoritmo ha dato buoni risultati su problemi test di addestramento ed e risultatopiu efficiente di un algoritmo Quasi-Newton per la minimizzazione rispetto a w, canche per dimensioni non elevate. La ricerca in corso riguarda lo studio di metodiiterativi per la soluzione approssimata del problema di minimi quadrati lineari definitoal Passo 1, e l’impiego di tecniche non monotone nella fase di minimizzazione rispettoai centri.
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